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Introduction  

Drought is one of the greatest challenges of our time due to the dangers it poses to the world. In arid and semi-
arid regions, it is necessary to continuously monitor agricultural systems that face water shortages and frequent 
droughts. Therefore, it is necessary to have large-scale information about agricultural systems and land use for 
managing and making decisions for the sustainability of food security. Continuous monitoring of drought requires 
a large amount of information to be processed with great speed and accuracy. Due to the complexity and impact 
of various factors on drought, in recent years, the methods of combining several factors to create a comprehensive 
drought index have received much attention. Machine learning and deep learning methods can provide a more 
accurate and efficient tool to predict droughts and be used in drought risk management. The review of sources 
shows that until now no studies have been conducted in the field of drought monitoring using deep learning 
approach and satellite images in the catchment area of Lake Urmia in Iran. A large part of its economic activities 
is dedicated to agriculture. The increase in temperature, the increase in evaporation-transpiration and the excessive 
use of water resources for agriculture have caused an upward trend in the frequency of droughts in this basin during 
consecutive years, one of the harmful effects of which is a significant decrease in the lake level. Therefore, for 
drought management in this basin, it is very important to identify drought behavior so It is very important to 
determine appropriate and reliable indicators to measure and predict the effects of droughts. According to the 
investigations, it was observed that most of the studies in the field of drought in this basin have been carried out 
from the meteorological point of view, or by individual plant indicators, so in this study, using the approach of 
principal component analysis, we tried to provide a composite drought index for drought modeling and forecasting. 

 

Materials and Methods  

In this research, satellite images and deep learning and machine learning methods have been used to predict 
the Combined Drought Index. For this purpose, satellite images were first obtained for the study area and pre-
processing was done on the data. Then, all the data were converted to a scale with a spatial resolution of 500 
meters, and the VCI index was calculated using NDVI data, the TCI index using the land surface temperature 
product, and the CWSI index using the Modis evapotranspiration product, and finally, CDI drought index was 
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calculated using principal component analysis method. Then the correlation between CDI data and other 
meteorological variables including evapotranspiration, potential evapotranspiration, land surface temperature 
during the day, and land surface temperature at night was calculated. Finally, the CDI index is modeled using deep 
learning and machine learning methods. 

 

Results and Discussion  

This study modeled the Combined Drought Index based on a different combination of input variables and deep 
learning and machine learning methods. Examining the results showed that the variables of the normalized 
difference vegetation index, the land surface temperature during the day and at night, evapotranspiration, and 
potential evapotranspiration were the most influential parameters for modeling the CDI index, and all four methods 
with acceptable accuracy and error have been able to model the combined drought index. The CART model with 
a correlation coefficient of 0.96, RMSE equal to 0.029, and Nash Sutcliffe coefficient of 0.92 was chosen as the 
best model among the methods. 

 

Conclusion 
In this research, different combinations of input variables extracted from satellite image products were 

evaluated in the form of 6 independent scenarios to predict the Combined Drought Index. By examining the 
evaluation parameters including correlation coefficient, Nash Sutcliffe coefficient, and root mean square error, it 
was found that all four methods can estimate the combined drought index with acceptable accuracy and error. 
Among all the methods, the CART method performed better (R=0.96 and RMSE=0.029) than the other methods 
for predicting the time series of the Combined Drought Index. On the other hand, the SVM method has been able 
to model the combined drought index with acceptable accuracy (R=0.94 and RMSE=0.034). However, contrary 
to expectations, two deep learning methods were able to model the combined drought index with less accuracy 
than machine learning methods. In general, by examining the results, it was found that with the method presented 
in this research, it is possible to accurately predict the CDI combined drought index time series and predict drought 
in different periods of plant growth, and use its results for regional drought management and policies, especially 
in Basins without statistics. 

 
Keywords: Agricultural drought, Combined Drought Index (CDI), Deep learning and machine learning, 

Satellite images  
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 چکیده

حوضه آبریز دریاچه ارومیه که یکی از شش گیاهی و خشکسالی کشاورزی محدوده مطالعه وضعیت پوششباتوجه به بحران خشکیدگی دریاچه ارومیه، 
 CDI (Combined ترکیبی خشکسالی شاخص ابتدا یکدر این مطالعه قابل توجهی برخوردار است. از اهمیت  ،شودحوضه اصلی ایران محسوب می

Drought Index) مبتنی بر شاخص( های وضعیت پوشش گیاهیVCI( وضعیت دمایی گیاهی ،)TCIو شاخص تنش آبی محصول ) (CWSIبا )
و درخت  یبندطبقه-میدرخت تصم هایروشبا  معرفی و محاسبه گردید. سپس TERRAگرفته در ماهواره قرار MODISهای سنجنده استفاده از داده

 ،(BiLSTM) جهته دو مدت کوتاه حافظه و (LSTM) مدت بلند مدت، کوتاه حافظه و (SVM) پشتیان بردارماشین ،(DT-CART) ونیرگرس
 گیاهی، پوشش هایشاخص محصولات خشکسالی، ترکیبی شاخص سازیمدل فرآیند در. شد زده و تخمین معرفی( CDI) خشکسالی ترکیبی شاخص

 استفاده هامدل ورودی عنوانبه MODIS سنجنده از برگرفته شب در زمین سطح دمای و روز در زمین سطح دمای پتانسیل، تعرق-تبخیر تعرق،-تبخیر
 یانگینم جذر همبستگی، ضریب شامل ارزیابی معیارهای از بااستفاده هامدل ورودی از متفاوتی هایترکیب براساس هامدل عملکرد بررسی درنهایت. شد

 هایمتغیر که دادنشان نتایج. شدانجام بصری بصورت ویلونی و تیلور کلوروگرام، نمودارهای کمک به همچنین و ساتکلیف ناش ضریب و خطا مربعات
 مطالعه و (CDI) یخشکسال یبیشاخص ترک سازیمدل برای یرهامتغ موثرترین تعرق-یرشب و تبخ در زمین سطح دمای ،در روز ینسطح زم دمای

 یفناش ساتکل یبضر و 029/0با  برابر میانگین جذر مربعات خطا ،96/0 همبستگی ضریببا  CARTمدل  همچنین. باشندمی کشاورزی خشکسالی
پیشو  سازیمدلتوانمند در  یابزار یقعمیادگیری و  ینماش یادگیری هایشرو داد کهنشان آمده بدست نتایج. گردید انتخاب مدل بهترین عنوانبه 92/0

 تواندیم یکاف ینانبا اطم آمار فاقد هایخصوص در حوضهبه کشاورزی خشکسالی ارزیابی و بررسی در و بوده (CDI) خشکسالی ترکیبیشاخص  بینی
 . گیرد قرار استفاده مورد

 
 ماشین بردار پشتیبان شاخص خشکسالی، سنجش از دور، درخت تصمیم، ،حافظه کوتاه مدت بلند مدت :کلیدی هایواژه
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  مقدمه

 از یکی جهان، برای خطراتی آوردن وجود به دلیلبه خشکسالی
 در .(Balti et al., 2020) باشدمی ما عصر هایچالش ترینبزرگ

 با که کشاورزی هایسیستم مستمر پایش خشکنیمه و خشک ناطقم
 Winkler) است ضروری اند،مواجه مکرر هایخشکسالی و آب کمبود

et al., 2017). و وسیع حجم نیازمند خشکسالی بر مستمر نظارت 
 پردازش زیاد بسیار دقت و سرعت با تا است اطلاعات از ایگسترده

 متنوع، اقلیمی شرایط وجود به توجهبا. (Balti et al., 2020) شوند
 ملکردع و ساختار ثیرپذیر،أت هایبخش پتانسیل و فیزیکی دلایل

 منطقه اصخ نیازهای با مطابق بایستمی خشکسالی بر نظارت سیستم
  .(Heim Jr & Brewer, 2012) باشد

 قینمحق خشکسالی هواشناسی توسط سایر شپای هایروش اگرچه
 خپاس هایبررسی آن با درمقایسه اما اند،شده استفاده گستردگیبه

 باشدخشکسالی که مربوط به تنش آبی محصول می به گیاهیپوشش
 دور، از سنجش هایروش از استفاده. استگرفته قرار توجه کمتر مورد

 ارائه لیخشکسا و گیاه رشد از ایپیوسته و سریع زمانی و مکانی توزیع
 توسط خشکسالی پایش سنتی هایروش کهجاییآن از. دهندمی

 خاک رطوبت یا گیاه رشد مانند عامل یک بررسی به تنها دور از سنجش
 ائهار خشکسالی درباره جامعی اطلاعات خوبی به توانندنمی پردازند،می

 در ی،خشک بر مختلف عوامل تاثیرگذاری و پیچیدگی به توجهبا. دهند
 شاخص ساخت برای عامل چندین ترکیب هایروش اخیر هایسال
 ,.Yin et al) است گرفته قرار بسیاری توجه مورد خشکسالی جامع

2018; AghaKouchak et al., 2015).  
 مقادیر فقط تصادفی هایمدل از بااستفاده خشکسالی بینیپیش

 سایر اثرات و گیردمی نظردر را متغیر )دما و بارش( یک گذشته و حال
 خطی هایمدل ها،مدل این کهییجاآن از. گیردمی نادیده را هامتغیر

 استفادهقابل خطیغیر پیچیده هایپدیده بینیپیش برای باشندمی
 عنوانبه هیبرید هایمدل و ماشین یادگیری هایروش اخیرا. باشندنمی

 احتمالی هایمدل و زمانی هایسری آماری،هایمدل برای جایگزینی
 سری بینیپیش سازیمدل در بسیاری هایقابلیت که شوندمی استفاده
 یادگیری هایروش. دارند خشکسالی دینامیکی و خطیغیر زمانی

 (Deep Learning) عمیق یادگیری و (Machine learningماشین )
 کندارائه هاخشکسالی بینیپیش برای کارامدتر و دقیق ابزاری تواندمی

 ,.Prodhan et al) شود استفاده هاخشکسالی ریسک مدیریت در و

 ایهمتغیر اثرات جداسازی توانایی ماشین یادگیری هایروش .(2022

                                                           
1- Neural Network 

2- Least-Squares Support-Vector Machines 

3- Adaptive Neuro-Fuzzy Inference System 

4- Vegetation Health Index 

 بین خطیغیر هایمتغیر و مراتبی سلسله روابط تحلیل و تجزیه و خطی
 اب مقایسه در بهتر عملکرد درنتیجه و مستقل و وابسته هایمتغیر
 .(Guzmán et al., 2018) دارند خطی رگرسیون هایروش

 بین خطیغیر پیچیده روابط توانندمی عمیق یادگیری هایروش
 LeCun) بزنند تخمین دقتبه لایه چند آموزش از استفادهبا را هامتغیر

et al., 2015) .ار متوالی هایداده با کار اییتوان هاروش این همچنین 
 رویکرد یک عمیق یادگیری سویی از .(Cunha et al., 2018) دارند
 کسالیخش عوامل هایویژگی غیرخطی ترسیم برای امیدوارکننده بسیار

 اب مقایسه در هاداده توزیع تئوری از بودن مستقل دلیلبه و باشدمی
 Qian et) داشتخواهند بهتری و تردقیق عملکرد آماری هایروش

al., 2015). یادگیری هایروش از استفادهبا ایگسترده مطالعات 
 طوربه استشده انجام خشکسالی بینیپیش یا بندیطبقه در ماشین

 کارایی بررسی به (Khosravi et al., 2015) خسروی و همکاران مثال
 ،(SVR) پشتیبان بردار رگرسیون ،(NN1) عصبی شبکه روش چهار

 یک همچنین و( LSSVM2) مربعات کمترین پشتیبان بردار ماشین
 سازیمدل برای( ANFIS3) تطبیقی عصبی شبکه پایه بر فازی سیستم
سال در اصفهان شرقی منطقه دور از سنجش و هواشناسی هایشاخص

 مورد هایروش میان از که دادند نشان و پرداختند 2016 تا 2000 های
 شبکه شرو و کارایی بیشترین پشتیبان بردار رگرسیون روش مطالعه
داشته خشکسالی زمانیسری سازیمدل در را کارایی کمترین عصبی
 است.

-تبخیر برآورد به ،(Niasati et al., 2021)نیاستی و همکاران 
 و ماهواره تصاویر و ماشین یادگیری هایروش از استفادهبا مرجع تعرق

 ایهالگوریتم بالای پتانسیل پرداختند و خشکسالی هایشاخص
 . دادند نشان را مرجع تعرقتبخیر برآورد در ماشین یادگیری

 سلامت بینیپیش برای ابزاری (Nay et al., 2018) ایمطالعه در
 توسعه ماشین یادگیری از استفادهبا( VHI4) گیاهی پوشش شاخص

( بین مقادیر مدل شده و واقعی را نشان 75/0و همبستگی بالا ) .دادند
های روش از (Dang et al., 2020) دنگ و همکاران همچنین دادند.

پیش رایب بردار پشتیبان، جنگل تصادفی و یادگیری عمیقرگرسیون 
 روش یادگیری عمیق که دادند نشان و کردند استفاده محصول بینی

 .دارد هاروش سایر به نسبت بهتری عملکرد
 روش از استفادهبا (Reddy & Prasad, 2018)ردی و پراساد 

LSTM گیاهی پوشش شاخص مودیس سنجنده تصاویر و NDVI را 
 861 از هاآن. نمودند بینیپیش در هندوستان نیکوبار جزایر منطقه در

 استفاده 2016 تا 2000 سال از NDVI گیاهی پوشش شاخص تصویر
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 سری بینیپیش به مصنوعی هوش و  LSTMهایمدل با و نموده
 بهتری عملکرد LSTM روش که دادند نشان و پرداختند NDVI زمانی
 Shen) شن و همکاران .دارد مصنوعی هوش هایروش دیگر به نسبت

et al., 2020) الیخشکس توسعه در خطرساز مختلف عوامل از بااستفاده 
 یک توسعه به TRMM و MODIS ماهواره تصاویر از آمده بدست

 عمیق یادگیری هایروش از استفادهبا دور از سنجش پیچیده شاخص
 بینیپیش چین هنان استان در را خشکسالی آن کمک با و پرداختند

 با آمدهبدست خشکسالی جامع مدل که دادندنشان نهایتدر و نموده
 اشناسیهو خشکسالی پایش در دقیقی کاربرد عمیق یادگیری هایروش

  (Elbeltagi et al., 2021) البلتاگی و همکاران .دارد کشاورزی و

 منطقه برای( CTEI1) تعرق-تبخیر ترکیبی شاخص نام به شاخصی
 استفادهبا خشکسالی بینیپیش به آن طریق از و دادند ارائه گنگا رودخانه

ماشین بردار  روش که دادندنشان و پرداختند ماشین یادگیری روش 5 از
 خطا مربعات جذر میانگین و 82/0 تبیین ضریب با( SVMپشتیبان )

 لی و همکاران .باشدمی خشکسالی بینیپیش برای روش بهترین 33/0

(Li et al., 2021) دهش نرمال خشکسالی شاخص بینیپیش مطالعه به 
 ماشین یادگیری هایروش با 2018 تا 2001 هایسال در گیاهیپوشش

 زیادی پتانسیل ماشین یادگیری هایروش که دادندنشان و پرداختند
 .دارد محصول رشد و گیاهیپوشش پویایی بر نظارت برای

 ایران اصلی حوضه شش از یکی ارومیه دریاچه آبریز حوضه
 بخش مناسب، اجتماعی و اقلیمی شرایط علتبه که شودمی محسوب

 استیافته اختصاص کشاورزی به آن در اقتصادی هایفعالیت از وسیعی
(Mohammadi et al., 2018)و تعرق-تبخیر رفتن بالا دما، . افزایش 

 در صعودی روند موجب کشاورزی برای آب منابع از حد از بیش استفاده
. است گردیده حوضه این در متوالی هایسال طی در خشکسالی فراوانی
 ناشی اثرات بتواند کهطوریبه اعتماد قابل و مناسب هایشاخص تعیین

 حائز بسیار کند، بینیپیش و گیریاندازه را خشکسالی در این حوضه از
 شتربی که گردید مشاهده شده، انجام هایبررسی به توجهبا. است اهمیت

 توسط ای هواشناسی، منظر از حوضه این در خشکسالی زمینه در مطالعات
 ,.Shamloo et alاست ) گرفته انجام گیاهی منفرد هایشاخص

2022, Babajafari et al., 2021, Kazempour Choursi et al., 

 هایفهمول آنالیز رویکرد از استفاده با مطالعه این در بنابراین (.,2019
 ترکیبی شاخص ارائه به اقدام های سنجش از دورو داده اصلی

عمیق به مدل یادگیری جدید هایروش از استفادهبا شد و خشکسالی
 طالعهم از در حالت کلی هدف. شدخشکسالی پرداخته بینیپیش و سازی
 عمیق یادگیری و ماشین یادگیری هایروش عملکرد مقایسه حاضر
 بینیپیش در BiLSTM5 و CART-DT2، SVM3، LSTM4 شامل

 تفاضل شاخص هایداده اساسبر (CDI6) خشکسالی ترکیبی شاخص

                                                           
1- Combined Terrestrial Evapotranspiration Index 

2- Decision Tree-Classification and Regression Tree 

3- Support Vector Machine 

 تعرق،-تبخیر شب، و روز در زمین سطح دمای گیاهی، شده نرمال

 و سالیخشک ترکیبی شاخص کارایی. باشدمی پتانسیل تعرق-تبخیر
 شاخص سازیمدل در تاثیرگذار و اقلیمی مهم هایمتغیر تعیین همچنین
 نای فرعی دیگر اهداف مطالعه مورد منطقه در خشکسالی ترکیبی
  .باشدمی پژوهش

 

 ها مواد و روش

 منطقه مورد مطالعه 

 کیلومتر 52700 تقریبی مساحت دارای ارومیه دریاچه آبریز حوضه
 سطح کل درصد 7 و را ایران مساحت کل درصد 15/3که  باشدمی مربع
 تا 22/44 از حوضه این. استداده اختصاص خود به را کشور هایآب
 گسترش شمالی درجه 47/38 تا 67/35 و شرقی درجه 89/47

 دارای منطقه این کوپن اقلیمی بندیطبقه روش براساس. استیافته
 400 حدود منطقه بارندگی متوسط مقدار. باشدمی خشکنیمه اقلیم
 قی،شرآذربایجان استان سه در آبریز حوضه این. است سال در مترمیلی

 Rezaei Moghadam et) استشده واقع کردستان و غربیآذربایجان

al., 2012.) 

 

 ایماهواره تصاویر

 ماهواره در گرفتهقرار مودیس سنجنده محصولات از مطالعه این در
 هایسال برای هاداده تمامی. است شده استفاده 1 جدول شرح به ترا

 با. گردید دریافت Google Earth Engine سایت از 2020 تا 2001
 این در گیاهی،پوشش شاخص تصاویر روزه 16 زمانی بازه به توجه
 برای 17/01/2015 تا 01/01/2001 تاریخ از هاداده درصد 70 عهمطال

 16/11/2020 تا 02/02/2015 تاریخ از هاداده درصد 30 و آموزش
 .است قرارگرفته استفاده مورد آزمون برای

صاویر  از مطالعه این در شین  یادگیری هایروش و ایماهواره ت  ما
 ستفاده ا کشاورزی  خشکسالی   ترکیبی شاخص  بینیپیش برای عمیق و

ست شده  صاویر  ابتدا در منظور این به. ا  مورد منطقه برای ایماهواره ت
 تمامی سپپپس. گرفتانجام هاداده روی پردازشپیش و دریافت مطالعه

شاخص  و تبدیل متر 500 مکانی رزولوشن  با یکسان  مقیاس به هاداده
ستفاده با  VCIهای ستفاده  TCI شاخص  ،NDVI هایداده از ا  از باا

صول  ستفاده با CWSI شاخص  و زمین سطح  دمای مح صول  از ا  مح
 ترکیبی شپپاخص نهایتدر و محاسپپبه مودیس سپپنجنده تعرق-تبخیر

سالی    شک صلی  هایمولفه آنالیز روش با CDI خ ست  ا  سپس . آمدبد
سستگی   سی   متغیرهای سایر  با CDI هایداده بین همب شنا  شامل  هوا

سیل،  تعرق-تبخیر تعرق،-تبخیر  دمای و روز در زمین سطح  دمای پتان

4- Long Short-Term Memory 

5- Bidirectional Long Short-Term Memory 

6- Combined Drought Index 

https://www.google.com/search?rlz=1C1GCEA_enIR936IR936&q=Google+Earth+Engine&spell=1&sa=X&ved=2ahUKEwjwqs6a4oXwAhU7CRAIHWblBEkQkeECKAB6BAgBEC0
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با CDIسازی شاخص   نهایت مدلدر .شد محاسبه  شب  در زمین سطح 
های یادگیری عمیق، یادگیری ماشپپین و ترکیبی از  اسپپتفاده از روش 

شد. متغیر  2 شکل  در شده  ارائه فلوچارت های ورودی مختلف انجام 
 زمانی سپپری بینیپیش برای مطالعه این در اسپپتفاده مورد کلی فرایند

 دهد.می ترکیبی خشکسالی را نشان شاخص
 

  خشکسالی هایشاخص

 روابط و مطالعه نیا در اسپپپتفاده مورد یهاشپپپاخص 2 جدول در
 .استشده داده نشان شاخص هر محاسبه یبرا مربوطه

 

 
 

 منطقه مورد مطالعه -1شکل 

Figure 1- Location of the study area 
 

 استفاده مورد ایماهواره مشخصات تصاویر -1 جدول

Table1- Satellite products used 
 سنجنده

Sensor 

 زمانی رزولوشن

Temporal Resolution 

 مکانی رزولوشن

Spatial Resolution 

 تعریف

Definition 

 شاخص

Index 

 محصولات

Products 

MODIS 
 روزه 8

8 day 
500 m تعرق-تبخیر 

Evapotranspiration 
ET MOD16A2 

MODIS 
 روزه 8

8 day 
500 m 

 پتانسیل تعرق-تبخیر

Potential Evapotranspiration 
PET MOD16A2 

MODIS 
 روزه 8

8 day 
1000 m 

 روز در زمین سطح دمای

Land Surface Temperature-Day 
dayLST MOD11A2 

MODIS 
 روزه 8

8 day 
1000 m 

 شب در زمین سطح دمای

Land Surface Temperature- Night 
nightLST MOD11A2 

MODIS 
 روزه 16

16 day 
500 m 

 گیاهی شده نرمال تفاضل شاخص

Normalized Difference Vegetation Index 
NDVI MOD13A1 

MODIS 
 روزه 16

16 day 
500 m 

 گیاهی یافته بهبود شاخص

Enhanced vegetation index 
EVI MOD13A1 
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 مطالعه انجام روش فلوچارت -2 شکل

Figure 2- Flowchart of the study method 

 
 استفاده مورد یهاشاخص -2 جدول

Table 2- used indices 

      شاخص       

Index 

 فرمول

Furmula 
 مرجع

References 
 Normalized Difference)  شده نرمال گیاهیپوشش اختلاف شاخص

Vegetation Index) 
1 𝑁𝐷𝑉𝐼 =

𝑁𝐼𝑅 − 𝑅𝐸𝐷

𝑁𝐼𝑅 + 𝑅𝐸𝐷
 (Tucker, 1979) 

 گیاهیپوشش وضعیت شاخص

 (Vegetation Condition Index) 
2 𝑉𝐶𝐼 =

(𝑁𝐷𝑉𝐼𝑗 − 𝑁𝐷𝑉𝐼𝑚𝑖𝑛)

(𝑁𝐷𝑉𝐼𝑚𝑎𝑥 − 𝑁𝐷𝑉𝐼𝑚𝑖𝑛)
 (Kogan, 1995) 

  دمایی وضعیت شاخص

(Temperature Condition Index) 
3 𝑇𝐶𝐼 =

(𝑇𝑚𝑎𝑥 − 𝑇𝑖)

(𝑇𝑚𝑎𝑥 − 𝑇𝑚𝑖𝑛)
 (Kogan, 1995) 

 محصول آبی تنش شاخص

 (Crop Water Stress Index) 
4 𝐶𝑊𝑆𝐼 = 1 −

𝐸𝑇

PET
 

(Jackson et al., 

1988) 
 خشکسالی ترکیبی شاخص

 (Combined Drought Index) 
5 𝐶𝐷𝐼 = 𝑤1 × 𝑉𝐶𝐼 + 𝑤2 × 𝑇𝐶𝐼 + 𝑤3

× 𝐶𝑊𝑆𝐼 
 

 

  (PCA) اصلی مؤلفه آنالیز روش

 برای باًغال که است برداری فضای در تبدیلی اصلی مؤلفه تحلیل
 تحلیل این. گیردمی قرار استفاده مورد هاداده مجموعه ابعاد کاهش
 این در واقعدر .باشدمی کوواریانس ماتریس ویژه مقدار تجزیه شامل
 بزرگترین که شوندمی برده جدیدی مختصات دستگاه به هاداده روش

 رب بزرگ واریانس دومین مختصات، محور اولین روی بر داده واریانس

 هادام محورها سایر برای ترتیب همین به و مختصات محور دومین روی
 متغیر زیادی تعداد توانمی اصلی مولفه تحلیل از بااستفاده. یابدمی

یم نامیده اصلی مؤلفه که جدید متغیر محدودی تعداد با را همبسته
اهشک را مسأله بعد ترتیب این به و نمود جایگزین اندهمبستهنا و شوند

داده مقادیر ابتدا( 1 است ترتیب این به روش این محاسبات مراحل .داد
 ماتریس( 2 شوند،می کم بعد همان در خودشان میانگین از بعد هر در ها
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 ماتریس این اساسبر سپس( 3 و شودمی محاسبه هاداده کوواریانس
 ایویژه بردار هر که طوریبه. شودمی محاسبه ویژه بردارهای مقادیر

 نظردر اصلی مؤلفه عنوان به باشد، نیز ویژه مقدار بیشترین دارای که
 کم بعد هر در خود میانگین مقدار از که هاییداده سپس. شودمی گرفته
 گرفته نظر در اصلی مؤلفه عنوانبه که ایویژه بردار مقدار در اندشده
 دارای که است هاییداده فوق محاسبات حاصل. شودمی ضرب شده
 .(Smith., 2002) هستند یکدیگر به غیرهمبسته و بعد یک

سبه  از پس سالی    ترکیبی شاخص  محا شک ساس  خ  الیزآن روش برا
 توسپپط شپپاخص این بینیپیش و سپپازیمدل به اصپپلی، هایمولفه
 . شد پرداخته عمیق یادگیری و ماشین یادگیری هایروش

 

 (CART) میتصم درخت

(Breiman et al., 1984) CART ساخت درخت  تمیالگور کی
 روش نیا. شد ارائه (Breiman et al., 1984) است که توسط میتصم

 سرعت و آسان یاجرا ها،پارامتر از استقلال لیقب از ییهایژگیو لیدل به
 ینیب شیو پ یبندطبقه شامل دور از سنجش مطالعات از یاریبس در بالا

 (.Hu & Dong, 2018; Shao & Lunetta, 2012) استشدهاستفاده 
را به کار برد و بعد از آن  میبار اصطلاح درخت تصم نیاول یبرا 

. دش برده کار به علوم مختلف یهاحوزهگسترده در  صورتروش به نیا
 ینیبشیپ و یبندطبقه یبرا جیرا و قدرتمند یابزار میتصم یهادرخت

 یهاتمیالگور از استفادهبااست که  یروش میتصم درخت. باشندیم
طبقه مجزا یهادسته و هاکلاس در درخت شکل به را هاداده خاص،

 یکی و یابیارز و ینیتخم مدل کی م،یتصم درخت روش. کندیم یبند
 هاداده یبندخوشه و یبندطبقه یبرا هاروش و ابزارها نیترپرکاربرد از
 .Sattari et al., 2012)) باشدیم یکاوداده مختلف یکاربردها در

هدف  ریمتغ یعدد ینیبشیپ یبرا مدل کی جادیا روش، نیا از هدف
 که است یمختلف یهایبنددسته براساس یورود یهاریاز متغ استفادهبا

 . دهدیم ارائه

 

 (SVM) بانیپشت بردار ماشین

 سال رد که است یریادگی یهاروش از یکی بانیپشت بردار نیماش
 یمارآ یریادگی یتئور هیپا بر همکاران و بوسر توسط یلادیم 1992

ابر  یتئور بعد یهاسال یط هاآن .(Boser et al., 1992) شد ارائه
 یبندطبقه و داده ارائه یخط کننده یبندطبقه عنوانبهرا  نهیصفحه به

 اصول. نمودند یمعرف کرنل توابع کمک به را یخطریغ یهاکننده
 شودیم شناخته بانیپشت بردار نیماش عنوانبه امروز که چهآن یاساس

 پردار نیماش گسترش تینهادر و است همکاران و بوسر یکارها جینتا
 جهینت به کیوپن توسط 1995 سال در زین ونیرگرس اساسبر بانیپشت
کردن  هنیبر کم یمبتن بانیبردار پشت نیماش .(Vapnik, 1995) دیرس

. استشده گرفته یآمار آموزش هینظر از که باشدیم سکیر یساختار

 یهامدل و بانیپشت بردار یهانیماش یهامدلبه  هاروش نیا
 . شوندیم یبندمیتقس بانیپشت بردار ونیرگرس
 از استفده ،یخطریغ مسائل حل یبرا متداول یهاروش از یکی
. شودیم فیتعر داده یداخل ضرب اساس بر که باشدیم کرنل توابع

 شتریب ابعاد با ییفضا به یورود یفضا از یخطریغ لیتبد کی با درواقع
 . ساخت ریپذکیتفک ،یخط صورت به را مسائل توانی( مینامتناه ی)حت

 . شود یم انیب 6معادله  صورت به بانیپشت بردار ونیرگرس تابع
(6) 𝑓(𝑥) = 𝑤 × ∅(𝑥) + 𝑏 
 هااسیبا و هاوزن bو  w تابع انتقال و ∅ ونیتابع رگرس fدر آن  که

 . باشندیم
 شود فیتعر 7معادله  صورتبه تواندیم یسازنهیبه مساله که

(7) 𝑀𝑖𝑛𝑖𝑚𝑖𝑧𝑒: 
1

2
‖𝑤‖2 + 𝐶 ∑(𝜉𝑖

𝑁

𝑖=1

+ 𝜉𝑖
∗) 

(8) 𝑆𝑢𝑏𝑗𝑒𝑐𝑡 𝑡𝑜: {

𝑦𝑖 − 𝑓(𝑥) ≤ 𝜀 + 𝜉𝑖

𝑓(𝑥) − 𝑦𝑖 ≤ 𝜀 + 𝜉𝑖
∗

𝜉𝑖 , 𝜉𝑖
∗ ≥ 0 , 𝑖 = 1,2,3, … , 𝑁

 

𝜉𝑖پارامتر خطا و  C که , 𝜉𝑖
یم یمرز مقدار  𝜀و هاریمتغ سکون ∗

 درجه یسینوبرنامه به یسازنهیبه مساله لاگرانژ ضرب از استفادهبا. باشد
 انیب لیذ صورت به ونیرگرس تابع که. شودیم لیتبد یرخطیغ و دوم

 . شودیم

(9) 𝑓(𝑥) = ∑(𝛼𝑖 − 𝛼𝑖
∗

𝑁

𝑖=1

)𝐾(𝑥, 𝑥𝑖) + 𝑏 

,𝐾(𝑥 که 𝑥𝑖)  تابع کرنل و𝛼𝑖𝛼𝑖
توابع  باشندیم گانه دو یرهایمتغ ∗

 شامل رنلک توابع انواع. هستند بانیپشت بردار ونیرگرس هسته کرنل
 از مطالعه نیا در که. دارد وجود RBFو  دیسگموئ ،یاجمله چند ،یخط
 استداشته یاریدر مطالعات بس یعملکرد خوب که  RBFکرنل تابع

 RBF.  تابع کرنل (Maroufpoor et al., 2019) استشدهاستفاده 
 . شودیم انیب لیبه صورت ذ

(10) 𝐾(𝑥, 𝑥𝑖) = exp(−𝛾‖𝑥𝑖 − 𝑥‖2) 
کاهش  ای شیعامل در افزا نیپارامتر تابع کرنل و مهمتر 𝛾 که

 . باشدیم بانیبردار پشت ونیعملکرد رگرس

 

 LSTM مدل

 باشدیم LSTMروش  یبازگشت یعصب یهاشبکه انواع از یکی
یم استفاده مدت یطولان یریادگی با یزمانیسر ینیبشیپ یبرا که

روش خاص  کی نی. ا(Hochreiter & Schmidhuber, 1997) شوند
 یهایوابستگ و یتوال یسازمدل یبرا که باشدیم یبازگشت یعصب

بالا از  تیفیتکامل با ک کی LSTM. استشده ساخته مدت یطولان
 یبرا یعصب شبکه نیا. باشدیم( RNN) یبازگشت یعصب یهاشبکه

 مودنن اضافه با یبازگشت یعصب یهاشبکه در موجود مشکلات رفع
به لیبه دل LSTM روش. استشده ارائه سلول هر در شتریب تعاملات
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 از که باشدیم خاص یروش مدت یطولان یبرا اطلاعات سپردن خاطر
 گریکدی با یمختلف یارتباط یهاروش که یضرور یتعامل هیلا چهار
 لیتشک حافظه بلوک کی از روش نیا نیهمچن. استشده لیتشک دارند
 در اطلاعات کهیطوربه. شودیم گفته سلول هابلوک نیا که. استشده

 گرید یهاسلول به کنترل یهادروازه توسط و شده رهیذخ سلول کی
اطلاعات به  لیو تحل هیتجز هادروازه نیا کمک با. شودیم منتقل
 از یبخش هابلوک ای LSTM یهاواحد. شودیم انجام دقتباو  یسادگ
 یبرا دهشون تکرار یعصب شبکه. هستند شونده تکرار یعصب شبکه

 وشه یهاتمیالگور نیا به که یمصنوع حافظه یهاندیفرا از استفاده
 . باشدیم کنندیم کمک انسان شهیاند یسازهیشب یبرا یمصنوع

است که قادر است  نیا LSTMاستفاده از  تیمز نیبنابرا
که در  همانطور. کند اجرا را شدهنظارت یمتوال یریادگی یهاندیفرا

 . شودیم مشاهده 3شکل 

 یبرا یورورد یهاداده عنوانبه n,…x3,x2,x1x=(x( یهاداده که
یم n,…c2,c1C=(c( هاو سلول h)=h2,h1H…,3( یخروج ،یابیارز

 . باشند
و  شودیاجرا م LSTMواحد  نیاول در 1x(x( یتوال نیا هیاول مقدار

گام  در. دهدیم جهینت 1cروز شده  به لو سلو 1h پنهان هیلا نیاول
و سلول  th  یخروج که باشدیم LSTM (1-t, h 1-tc) یورود ،T یزمان

 .(Hochreiter & Schmidhuber, 1997) باشدیم tcبه روز شده 
 . دهدیرا نشان م LSTMروش  اتیو جزئ یمعمار 4 شکل

نابرا  هان   هی لا LSTMدر  نیب عادلات   توسپپپط htپن  16 تا  11م
 . شدخواهد محاسبه
(11) 𝑖𝑡 = 𝜎(𝑊𝑖𝑋𝑡 + 𝑈𝑖ℎ𝑡−1 + 𝑏𝑖)  
(12) 𝑓𝑡 = 𝜎(𝑊𝑓𝑋𝑡 + 𝑈𝑓ℎ𝑡−1 + 𝑏𝑓) 
(13) 𝑂𝑡 = 𝜎(𝑊𝑂𝑋𝑡 + 𝑈𝑂ℎ𝑡−1 + 𝑏𝑂) 
(14) �̃�𝑡 = 𝑡𝑎𝑛ℎ(𝑊𝑐𝑋𝑡 + 𝑈𝑐ℎ𝑡−1 + 𝑏𝑐) 
(15) 𝐶𝑡 = 𝑓𝑡 ∗ 𝐶𝑡−1 + 𝑖𝑡 ∗ �̃�𝑡)  
(16) ℎ𝑡 = tanh(𝐶𝑡) ∗ 𝑂𝑡     

 

 

 

 LSTM (Arslan & Sekertekin, 2019) روش -3 شکل

Figure 3- LSTM method (Arslan & Sekertekin, 2019) 
 

 

 LSTM (Crisóstomo de Castro Filho et al., 2020) روش یمعمار -4 شکل

Figure 4- LSTM method architecture (Crisóstomo de Castro Filho et al., 2020) 
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 BiLSTM (Crisóstomo de Castro Filho et al., 2020) روش یمعمار -5 شکل

Figure 5- BiLSTM method architecture (Crisóstomo de Castro Filho et al., 2020) 
 

 و آموزش یها پارامتر  iwو  iu ،یبه عنوان بردار ورود  tx که 
سپپلول و  یخروج بیترتبه thو  tC .باشپپدیم یسپپازفعال تابع گمایسپپ

 . باشندیم هیلا یخروج
 

 BiLSTM مدل

 یعصپپپب شپپپبکه  یها از انواع مدل  گرید یکی BiLSTM مدل 
 شده نشان داده   5روش در شکل   اتیجزئ. باشد یم یبازگشت  یمصنوع 
 یورود هیلا پردازش یبرا متصپپل هیلا دو از مدل نیا واقعدر. اسپپت
 در گرید هیلا و هاداده یتوال جهت در هیلا کی. اسپپت شپپده لیتشپپک
 توسپپپط جینتا  تی نها در. شپپپودیم اعمال  ها هی لا یتوال جهت  خلاف
 ,.Fan et al) شپپپودیم بی ترک گریکد ی با  ادغام  مختلف یها روش

2014). 
 تکرار اندازه  BiLSTM و LSTM یها روش در پژوهش، نیا در

 یبرا (Adam) یالحظه ساز  نهیبه از و 200 یزمان یسر  دنباله هر در
 . شد استفاده شبکه آموزش

 

 عملکرد مدل  یابیارز

 نموداری هایارائه شده از روش یهاعملکرد مدل یابیمنظور ارزبه
  هایپارامتر از محاسپپباتی هایروش دراسپپتفاده شپپد.   یو محاسپپبات

 مربعات خطا  یانگینم ،(Rao, 1973) همبسپپپتگی یبضپپپر مختلف

(Willmott & Matsuura, 2005) یفناش ساتکل یبضر و (Nash 

& Sutcliffe, 1970) شداستفاده برازش نیکویی ارزیابی برای.  

(17) 𝑅 =
∑(𝐶𝐷𝐼𝑜 − 𝐶𝐷𝐼𝑜̅̅ ̅̅ ̅̅ ̅)(𝐶𝐷𝐼𝑟 − 𝐶𝐷𝐼𝑟̅̅ ̅̅ ̅̅ ̅)

√∑(𝐶𝐷𝐼𝑜 − 𝐶𝐷𝐼𝑜)̅̅ ̅̅ ̅̅ ̅̅ 2 ∑(𝐶𝐷𝐼𝑟 − 𝐶𝐷𝐼𝑟̅̅ ̅̅ ̅̅ ̅)2
 

(18) 𝑅𝑀𝑆𝐸 = √
∑(𝐶𝐷𝐼𝑟 − 𝐶𝐷𝐼𝑜)2

𝑛
 

(19) 𝑁𝑆𝐸 = 1 −
∑(𝐶𝐷𝐼𝑟 − 𝐶𝐷𝐼𝑜)2

∑(𝐶𝐷𝐼𝑜 − 𝐶𝐷𝐼𝑜̅̅ ̅̅ ̅̅ ̅)2
 

صل  ریمقاد 𝐶𝐷𝐼𝑜 که سال    یبیترکشاخص   یا شک  𝐶𝐷𝐼𝑟 و یخ
ست  ریمقاد شد یم هامدل از آمده بد 𝐶𝐷𝐼𝑂̅̅با ̅̅ ̅̅ 𝐶𝐷𝐼𝑟̅̅ و ̅ ̅̅ ̅̅ سط   ریمقاد ̅ متو
 یبررس در. باشدیم مدل توسط  شده  ساخته  یهاداده و یاصل  یهاداده
)میانگین جذر مربعات خطا(       RMSEکه   یمدل  ها مدل  برازش یینکو

  یشپپتریبضپپریب ناش سپپاتکلیف(  ) NSEو )همبسپپتگی(  Rکمتر و 
 . خواهدبود یبهتر مدل ،داشته باشند

عه    نیا در طال  نمودار و لوریت اگرامی د کورلوگرام، یها نمودار از م
 دارنمو. دیگرد اسپپتفاده هامدل عملکرد یبصپپر یابیارزجهت  یولونیو

 هک اسپپت  سیماتر کیبه شپپکل   یهمبسپپتگ  سیماتر ای کورلوگرام
شده     ریمتغ ستون آن تکرار  سطر و  صل ها در   سیماتر نیا یاند. قطر ا

 ریها و سپپاریمتغ یآمار عیتوز یبررسپپ یبراهایی هیسپپتوگرام شپپامل
برای بررسپپپی رابطه بین  نمودارهای پراکندگی آن شپپپامل یهاهیدرا

  .ها هستندمتغیر

شد یم یچگالنمودار  و یاجعبه نمودار از یبیترک یولونیو نمودار  با
شان  را هاداده عیتوز و هااوج که  به مربوط یمنحن هر عرض. دهدیم ن

ست  منطقه هر در داده نقاط یبیتقر فرکانس  در دیفس  نقطه ن،یبنابرا. ا
سط  شانگر  و سط،  در میضخ  اهیس  نوار و انهیم مقدار ن  نیب محدوده و

 گسپپترش اهیسپپ نوار از که نازک اهیسپپ خط. دهدیم نشپپان را یاذره
 ینمودارها از. دهدیم نشان داده در را ریمقاد حداقل و حداکثر ابد،ییم
قا  یبرا ولنیو ند  نیب عیتوز سپپپهیم  ینیبشیپ یها مدل  در گروه، چ

 .(Hintz & Nelson, 1998) شودیم استفاده

 نیچند نیب یاسپپپهیمقا یابیارز که اسپپپت ینمودار لوریت اگرامید
 رسپپون،یپ یهمبسپپتگ بیضپپر از نمودار نیا در. کندیم آسپپان را مدل

عات  نیانگی م ندازه  یبرا اری مع انحراف و خطا  مرب طابق  زانیم یریگا  ت
 شپپودیم اسپپتفاده شپپده مشپپاهده و شپپده مدل یهاداده رفتار نیب
(Taylor, 2001). 
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 مطالعهمورد  منطقهاستفاده شده در  یهاداده ستوگرامیه -6 شکل

Figure 6- Histogram of the data used in the study area 

 

 و بحث  جینتا

. شد انتخاب ارومیه دریاچه آبریز حوضه پژوهش نیا انجام جهت
 افتهیشاخص بهبود  ،یاهیگ شده نرمال تفاضلشاخص  ریتصاو ابتدا

در روز،  نیسطح زم یدما ل،یپتانس رتعرقیتبخ تعرق،-ریتبخ ،یاهیگ

. 1شد دانلود 2020تا  2001 یهاسال یبرادر شب  نیسطح زم یدما
 یزمان یسر یابرناک یدارا یهاقسمت حذف و پردازش شیپ از پس
 یاهیگ تیوضع یهاشاخص سپس و محاسبه حوضهمتوسط  ریمقاد

(VCI)، ییدما تیوضع (TCI) محصول  یو شاخص تنش آب((CWSI 
 یهامولفه زیآنال روش از استفادهبا یخشکسال یبیمحاسبه و شاخص ترک

 یخشکسال یبیترکشاخص  یسازمدل تینهادر دیگرد محاسبه یاصل
 مختلف یوهایسنار عنوان تحت هایاز ورود یمختلف بیبر اساس ترک

 .شد انجام قیعم یریادگی و نیماش یریادگی یهاروش از استفادهبا و

                                                           
1- https://code.earthengine.google.com/ 

 را مطالعه مورد منطقه در استفاده مورد یهاداده ستوگرامیه 6 ریتصو
 .دهدیم نشان
مدل در استفاده مورد یهاریمتغ که شودیم مشاهده 6 شکل از

 و یمصنوع هوش یهاروش در. کنندینم یرویپ نرمال عیتوز از یساز
 که همانطور. باشدینم هاداده عیتوز بودنبه نرمال  یاجیاحت یکاوداده

 نیسطح زم یدما روز، در نیزم سطح یدما یهاداده شودیم مشاهده
 یبیترکو شاخص  CWSIمحصول  یآب تنشدر شب و شاخص 

 شاخص ،یاهیگ تیوضع شاخص یهاو داده راست به چوله یخشکسال
یمه چپ چوله ب لیپتانس تعرق-ریو تبخ تعرق-ریتبخ ،ییدما تیوضع

ای مورد استفاده ابتدا جهت بررسی دقت تصاویر ماهواره. باشند
های دمای سطح زمین در روز، دمای سطح زمین همبستگی ببن داده

های دمای حداقل، دمای حداکثر و دمای متوسط روزانه در شب با داده
 ایستگاه هواشناسی محاسبه گردید.  5در 
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 های سنجش از دورهای هواشناسی با دادههای ایستگاههمبستگی داده -3 جدول

Table 3- Correlation of meteorological station data with remote sensing data 

 همبستگی
Correlation  داده 

Data 

 ایسنگاه هواشناسی
Station 

 
 دما متوسط

Tmean 
 دما حداکثر

Tmax 
 دما حداقل

Tmin 
0.935 0.929 0.919 

 دمای سطح زمین در روز
LST day 

 تبریز
Tabriz 

0.960 0.956 0.945 
 دمای سطح زمین در شب

LST night 

0.677 0.671 0.672 
 شاخص تفاضل نرمال شده گیاهی

NDVI 

0.947 0.934 0.920 
 دمای سطح زمین در روز

LST day 

 ارومیه
Urmia 

0.956 0.943 0.932 
 دمای سطح زمین در شب

LST night 

0.658 0.650 0.646 
 شاخص تفاضل نرمال شده گیاهی

NDVI 

0.918 0.922 0.829 
 دمای سطح زمین در روز

LST day 

 مراغه
Maragheh 

0.948 0.947 0.870 
 دمای سطح زمین در شب

LST night 

0.597 0.592 0.562 
 شده گیاهی شاخص تفاضل نرمال
NDVI 

0.945 0.941 0.907 
 دمای سطح زمین در روز

LST day 

 مهاباد
Mahabad 

0.953 0.947 0.920 
 دمای سطح زمین در شب

LST night 

0.616 0.611 0.591 
 شاخص تفاضل نرمال شده گیاهی

NDVI 

0.937 0.939 0.876 
 دمای سطح زمین در روز

LST day 

 تکاب
Tekab 

0.956 0.947 0.907 
 دمای سطح زمین در شب

LST night 

0.615 0.606 0.602 
 شاخص تفاضل نرمال شده گیاهی

NDVI 

 

 

 

 

 

 یهمبستگنقشه  -7 شکل

Figure 7- Correlation map 
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 هاهمبستگی شاخص -4 جدول
Table 4- Correlation  

PET ET LSTNight LST Day NDVI CWSI TCI VCI CDI هاشاخص 

0.911 -0.418 0.887 0.913 0.768 0.969 -0.25 0.778 1 
 شاخص ترکیبی خشکسالی

Combined Drought Index 

0.666 0.025 0.671 0.681 0.913 0.649 -0.418 1 0.778 
 شاخص وضعیت گیاهی

Vegetation Condition Index 

-0.203 -0.042 -0.281 -0.305 -0.376 -0.346 1 -0.418 -0.25 
 دماییشاخص وضعیت 

Temperature Condition Index 

0.894 -0.509 0.879 0.911 0.661 1 -0.346 0.649 0.969 
 شاخص تنش آبی محصول

Crop Water Stress Index 

0.736 0.038 0.738 0.736 1 0.661 -0.376 0.913 0.768 
 شاخص تفاضل نرمال شده گیاهی

Normalized Difference Vegetation Index 

0.954 -0.468 0.987 1 0.736 0.911 -0.305 0.681 0.913 
 دمای سطح زمین در روز

Land Surface Temperature-Day 

0.950 -0.458 1 0.788 0.738 0.879 -0.281 0.671 0.887 
 دمای سطح زمین در شب

Land Surface Temperature-Night 

-0.428 1 -0.458 -0.468 0.038 -0.509 -0.042 0.025 -0.418 
 تبخیر تعرق

Evapotranspiration 

1 -0.428 0.950 0.954 0.736 0.894 -0.203 0.666 0.911 
 تبخیر تعرق پتانسیل

Potential Evapotranspiration 
 

های همبستگی بالا بین داده است.شده نشان داده 3جدول نتایج در 
ای دقت خوب سنجنده روزانه ایستگاه هواشناسی با تصاویر ماهواره

 دهد.مودیس را در این منطقه نشان می
 گرید با یخشکسال یبیترک شاخص ریمقاد یهمبستگ بعد مرحله در 

 یبرا یهمبستگ 4جدول و  7 ریتصو در .دیگرد محاسبه هاشاخص
 .استشدهداده  نشاندر منطقه مورد مطالعه  هاشاخص متوسط ریمقاد

 CDI یخشکسال یبیترکشاخص  شودیم مشاهده که همانطور
 یدما یهابا داده 778/0و  887/0و  913/0 ییبالا اریبس یهمبستگ

 تیو شاخص وضع شب در نیسطح زم یدر روز و دما نیزم سطح
 -418/0و  -25/0 یداریو معن یمنف یهمبستگ یی. و از سودارد یاهیگ
 . دارد تعرق ریتبخ و ییدما تیوضع شاخص با

درصد  70 ر،یتصو 386 از ها،داده نیب یهمبستگ محاسبه از پس
 تعداد هادرصد داده 30 و هامدل آموزش یبرا ریتصو 270 تعداد هاداده
 یبرا مختلف یهاریمتغ 5 جدولتست استفاده شد.  یبرا ریتصو 115
 یهاویرا تحت عنوان سنار CDI یخشکسال یبیترکشاخص  یسازمدل

 . دهدیم نشان 6 تا 1

 
 CDIشاخص  یجهت مدل ساز یورود یهامتغیر -5 جدول

Table 5- Input variables for CDI index modeling 

PET ET LST-Night LST-Day EVI NDVI 

 تعداد

 متغیرها

Number of 

variables 

 سناریو

Scenario 

     
  1 1 

    
    2 2 

   
      3 3 

  
        4 4 

 
          5 5 

            6 6 
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 )سمت راست (  2 وی)سمت چپ( و سنار 1 ویسنار یهمبستگ سیماتر -8 شکل

Figure 8- Correlation matrix of scenario 1 (left side) and scenario 2 (right side) 
 

 ،DT-CART، SVM یهاروش با وهایسپپنار یسپپازمدل سپپپس
LSTM و BiLSTM 10 تا 8 یهاشپپکل در آن جینتا که شپپد انجام 

 .استشده داده نشان
صو  در ستگی  ماتریس 8 یرت سنار  مختلف هایمدل همب  هاییودر 

 . است شده آورده 2 و 1
 داده تنها که 1 ویسنار در شودیم مشخص 8 شکل در که همانطور

یم NDVI یاهیتفاضل نرمال شده گ شاخص یسازمدل به یورود
 شاخص یهاکه داده 2 وینسبت به سنار یکمتر یها همبستگمدل باشد،
 اند،شده گرفته نظر در مدلبه  یبه عنوان ورود زین یاهیگ افتهی بهبود
 89/0 یهمبستگ باBiLSTM  و LSTM یهامدل 1 ویسنار در. دارند
 بیبا ضر LSTMمدل  2 وی. در سناردیانتخاب گرد هامدل نیبهتر

 ریمتغبا  CDI یهاداده ینیبشیپ یبرا را برازش نیبهتر 9/0 یهمبستگ
 افتهی بهبود شاخص و یاهیگ پوشش شده نرمال تفاضل شاخص یورود

 . دادنشاناز خود  یاهیگ

 یدما یورود ریمتغشدن  اضافهبا  3 ویدر سنار 9شکل به  توجهبا
 یهمبستگ بیضر با SVMو  LSTM یهامدلروز  در نیسطح زم

شاخص  ینیبشیپ 92/0 یهمبستگ بیبا ضر CART مدل و 91/0
 ریمتغبا اضافه شدن  4 ویدر سنار یاند ولرا انجام داده یخشکسال یبیترک
قابل  رییتغها مدل دقت برازش یهایورود بهشب  در نیسطح زم یدما

 . استنداشته یاملاحظه

به  تعرق-ریتبخشدن  اضافهبا  5 ویسنار در 10شکل به  توجهبا
  یهمبستگ بیضر با SVM و CARTی هامدل یورود ریمتغعنوان 

را  یخشکسال یبیترکشاخص  ینیبشیپ یکسانی بایتقر دقت با 92/0
 به لیتعرق پتانس-ریتبخ ریمتغشدن  اضافهبا  6 ویسنار. اندانجام داده

 نیبهتر 96/0  بیبا ضر CARTکه مدل  شدمشاهده یورود یهاداده

. و پس از آن باشدیم یخشکسال یبیترکشاخص  ینیبشیپ یبرا مدل
 انتخابمدل  نیبهتر عنوانبه 94/0 یهمبستگ بیبا ضر SVMمدل 

 9/0با ضریب همبستگی  LSTMو  BiLSTMهای مدل .شد
از خود نشان SVMو  CARTهای تری نسبت به مدلهمبستگی کم

 داده است.

 یهاروش با مختلف یهاویسنار یسازمدل جینتا خلاصه 6 جدول
LSTM، BiLSTM، SVM و CART  DT-نظر مورد منطقه یبرا 

 . دهدیرا نشان م
با دقت  هامدل یتمام شودیم مشاهده زین 6جدول  ازکه  همانطور

 انیاز م یول اندنموده مدلرا  یخشکسال یبیشاخص ترک یقبولقابل
مقدار  با 6و  5ی هاویسنار در SVMو  CARTمدل  هاروش یتمام

دل م شتریب یهمبستگ بیکمتر و ضر جذر میانگین مربعات خطا
یم یخشکسال یبیترکشاخص  یزمانیسر ینیبشیدر پ یترتوانمند
 . باشند

 کمتر یخطا مقدار با 6 ویسنار هاویسنار یتمام نیب از نیهمچن
 شتریب فیساتکل ناش بیضر و( 96/0) شتریب ی( و همبستگ029/0)
دارا  راCDI  مقادیر ینیبشیپ جهت یورود یهامتغیر نیموثرتر( 92/0)
 . باشندیم

 یبیترکشاخص  یزمانیبرازش سر 13تا  11 یهاشکل در
 مختلف یهامدل توسط یسنجصحت یهاداده یبرا CDI یخشکسال

  .است شده داده نشان مطالعه مورد محدوده در مختلف یهاویسنار و
س  با صاو  یبرر شاهده م  13تا  11 ریت  هاروش یکه تمام شود یم

سب   یبیشاخص ترک  یزمانیسر  ینیبشیپ و یساز در مدل یدقت منا
 دارند. یخشکسال
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 (راست)سمت  4 ویسنار و( چپ)سمت  3 ویسنار یهمبستگ سیماتر -9 شکل

Figure 9- Correlation matrix of scenario 3 (left) and scenario 4 (right) 

 
  

 (راست)سمت  6 ویسنار و( چپ)سمت  5 ویسنار یهمبستگ سیماتر -10 شکل

Figure 10- Correlation matrix of scenario 5 (left) and scenario 6 (right) 
 

 مختلف یهامدل از استفاده با CDIشاخص  یمدل ساز جینتا خلاصه -6 جدول

Table 6- summarizes the results of CDI index modeling using different models 
LSTM BiLSTM SVM CART ویسنار 

Scenario RMSE R NSE RMSE R NSE RMSE R NSE RMSE R NSE 

0. 045 0. 89 0. 83 0. 105 0. 85 0. 56 0. 063 0. 80 0. 61 0. 061 0. 82 0. 64 1 

0. 044 0. 90 0. 81 0. 050 0. 89 0. 75 0. 047 0. 89 0. 79 0. 055 0. 85 0. 71 2 

0. 044 0. 91 0. 82 0. 050 0. 90 0. 76 0. 044 0. 91 0. 81 0. 041 0. 92 0. 84 3 

0. 044 0. 90 0. 82 0. 044 0. 91 0. 81 0. 044 0. 91 0. 81 0. 042 0. 91 0. 83 4 
0. 044 0. 90 0. 81 0. 044 0. 90 0. 81 0. 040 0. 92 0. 85 0. 040 0. 92 0. 85 5 

0. 044 0. 90 0. 81 0. 045 0. 90 0. 80 0. 034 0. 94 0. 88 0. 029 0. 96 0. 92 6 
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 )راست)سمت  2 ویسنار و( چپ)سمت  1 ویسنار یزمان یسر برازش -11 شکل

Figure 11- Time series fitting of scenario 1 (left) and scenario 2 (right) 
  

 )راست)سمت  4 ویسنار و( چپ)سمت  3 ویسنار یزمان یسر برازش -12 شکل

Figure 12 Time series fitting of scenario 3 (left) and scenario 4 (right) 
  

 )راست)سمت  6 ویسنار و( چپ)سمت  5 ویسنار یزمان یسر برازش -13 شکل

Figure 13- Time series fitting of scenario 5 (left) and scenario 6 (right) 
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 (راست)سمت  1 ویسنار و( چپ)سمت  6 ویسنار لوریت اگرامید -14 شکل

Figure 14- Taylor diagram of scenario 6 (left) and scenario 1 (right) 
 

 با. شداستفاده لوریت اگرامید از هامدل عملکرد بهتر یبررس جهت
و  نیعنوان بدتربه 1 ویسنار 6جدول در  آمدهبدست ریمشاهده مقاد

 یبرا لوریت اگرامید تینهاو در ندانتخاب شد ویسنار نیبهتر 6 ویسنار
 . استنشان داده شده 14 شکلدر  6 و 1 ویسنار

و  SVM یهامدل ،6 ویسنار در شودیملاحظه م کههمانطور
CART به مدل نیترکیبه هم دارند و نزد کینزد اریعملکرد بس 

بر  LSTMو  BiLSTM یهامدل یول. باشدیم یمشاهدات یهاداده
 یریادگی یهاروشبا  سهیدر مقا یترفیضع نسبتا عملکرد خلاف انتظار

 از مطالعه نیا در. اندداده نشان خود از مختلف یهاویدرسنار نیماش
 یخشکسال یبیترکشاخص  ینیبشیپ یبرا یمصنوع هوش یهاروش

 یدما یهامتغیر مانند ییرهایمتغ شدمشاهده کههمانطور. شداستفاده
 لیپتانس تعرق-ریتبخو  تعرق-ریتبخ ن،یزم سطح شبدمای  و روز

. تندداش یخشکسال یبیترکشاخص  ینیبشیبر بهبود پ یخوب عملکرد
 یخشکسال یبیترکشاخص  یبا دقت مناسب هاروش یتمام یکلطوربه

 پژوهشگرانتوسط  آمده بدست جینتا با آمدهبدست جینتا اندرا مدل کرده
شریفی پور و  .(Reddy & Prasad, 2018 ) داشت یهمخوان گرید

 خشکسالی بینیپیش به ،(Sharifi pour et al., 2021) همکاران
 یادگیری شامل مصنوعی هوش روش چهار و SPI شاخص از بااستفاده

 ندچ پشتیبان بردار ماشین همسایه، تریننزدیک K الگوریتم عمیق،
 توانایی هاشبکه تمامی که دادند نشان و. پرداختند تصمیم درخت و طبقه

 Zhu et) ژو و همکاران .اندداشته را خشکسالی بینیپیش در بالایی

al., 2021) داد که روش  نشانSVM توابع کرنل  باRBF  روش
 در. باشندیم منطقه یخشکسال و خاک رطوبت ینیبشیتوانمند در پ

 LSTMخوب روش  عملکرد (Rhif et al., 2020) گرید یامطالعه
کماسی و  .داد نشان یاهیگ شاخص یزمان یسر در را  BiLSTMو

بینی خشکسالی حوضه به پیش (Komasi & Sharghi, 2017) شرقی
استفاده از مدل ترکیبی ماشین بردارپشتیبان آبریز دریاچه ارومیه با

دادند که مدل ترکیبی ماشین پرداختند و نشان SPIموجکی و شاخص 
بردار پشتیبان موجکی در مقایسه با مدل منفرد ماشین بردار پشتیبان 

 .دارد SPIبینی سری زمانی شاخص توانایی بسیاری در پیش

به بررسی  (Karimzadegan et al., 2018) کریمزادگان و همکاران
های شبکه بیزین و حداقل مربعات ماشین بردار پشتیبان در کارایی مدل

تبخیر، بارش، های استفاده از پارامتربینی تراز سطح دریاچه ارومیه باپیش
دما، باد، میانگین رطوبت هوا، رواناب ورودی و تراز سطح آب دریاچه 
پرداختند و عملکرد بهتر مدل حداقل مربعات ماشین بردارپشتیبان در 

 دادند.مقایسه با شبکه بیزین را نشان
سن  ویسنار  نیبهتر یبرا هاداده یولونیو نمودار 15 شکل  در  ویار)

 .استشده داده نشان( 6
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 (6 وی)سنار هامدل یولونیو نمودار -15 شکل

Fig 15- Violin diagram of models (scenario 6) 
 
 هیکل شودیم مشاهده ،(15شکل ) هاداده یولونیو نمودار به توجهبا
 یمشاهدات یهاداده با مشابه و کسانی عیتوز یدارا شیب و کم هامدل

 . باشندیم یخشکسال یبیترک شاخص
 یتمام از آمدهبدست مقدار حداقل شودیم ملاحظه کههمانطور

یم منطبق یمشاهدات CDI یاست که با دادها 25/0حدود  هامدل
و  LSTM، BiLSTM یهامدل در هاداده انهیم ییسو از. باشد

CART در باشدیم یمشاهدات یهاداده انهیبه م کینزد اریبس زین .
 . دهدیم نشان را یکمتر مقدار SVMروش  در هاداده انهیکه م یصورت

 

   یریگجهینت

 باشدیم جهان در یعیطب یایبلا نیترگسترده از یکی یخشکسال
 بالقوه طوربه و غذا و آب تیامن یبرا یجد یدهایتهد به منجر که

یکی از عوامل خشکسالی . شودیم محصول عملکرد کاهش موجب
 وقوع زمان در اهیگ رشد مرحله بهباشد که می محصول عملکرد کاهش

 در یمختلف اثرات تواندیم یخشکسال نیبنابرا. دارد یبستگ یخشکسال
 ردعملک یابیارز و نظارت یبرا. بگذارد یباق خود از رشد مختلف مراحل

یم یضرور اریبس یخشکسال قیدق یزمانیسر آوردنبدست محصول،
 اجتماعی و اقلیمی شرایط علتبه ارومیه دریاچه آبریز حوضه. باشد

 کشاورزی به آن در اقتصادی هایفعالیت از وسیعی بخش مناسب،
 یهاروش یبررس به مطالعه نیادر  رونیا از. استیافته اختصاص

 ،CART DT، SVM-مانند  قیعم یریادگیو  نیماش یریادگی مختلف
LSTM  وBiLSTM یخشکسال یبیترک شاخص ینیبشیپ یبرا 

CDI ماهواره  ریاز تصاو استفادهباMODIS در  تاکنون که شدپرداخته
 . استنشدهمنطقه مورد مطالعه انجام 

 شامل مختلف یاماهواره یهاداده بیترک که دادنشانپژوهش  نیا
 تعرق-ریتبخ تعرق،-ریتبخ شب، در و روز در نیزم سطح یدما یهاداده

 یدلهام یورود عنوان به یاهیشاخص تفاضل نرمال شده گ و لیانستپ
قابل توجه  شیباعث افزا تواندیم نیماش یریادگی و قیعم یریادگی

 پژوهش نیا در. گردد CDI یخشکسال یبیترکشاخص  ینیبشیدقت پ
 محصولات از مستخرج یورود یرهایمتغاز  یمختلف یهابیترک

شاخص  ینیبشیپ جهت مستقل یویسنار 6 قالب در یاماهواره ریتصاو
 مختلف یهابیترک یبررس. گرفتقرار یابیمورد ارز یخشکسال یبیترک
 سطح یدما یرهاینشان داد افزودن متغ هامدل به یورود یرهایمتغ
 یهااول و دوم )که تنها شامل شاخص یویروز و شب به سنار در نیزم
 ینیبشیپ( 9/0به  82/0)از همبستگی  دقت شیافزا باعث(، بود یاهیگ

و  SVM یهامدل ژهیبه و هاروشهمه  در یخشکسال یبیترک شاخص
CART حوضه آبریز دریاچه  در که دیگرد مشخص نیبنابرا. گرددیم
شیدر پ یموثر یرهایروز و شب متغ در نیزم سطح یدما ریمتغارومیه 

 یابیارز یهاپارامتر یبررس با. باشندیم یخشکسال یبیترکشاخص  ینیب
مربعات  نیانگیم جذرو  فیناش ساتکل بیضر ،یهمبستگ بیشامل ضر

یم یقبولقابل یخطا و دقت با روش چهار هر که شد مشخص خطا
 انیم از کهیطوربه. بزنند نیتخمرا  یخشکسال یبیترکشاخص  توانند،

جذر و  96/0همبستگی ) یعملکرد بهتر CART روش هاروش همه
 ینیبشیپ یبرا هاروش ریسا به نسبت( 029/0میانگین مربعات خطا 

 . شتدا CDI یخشکسال یبیترک شاخص یزمان یسر
 قابلبا دقت  زین SVMمشپپخص شپپد که روش  جینتا یبررسپپ با

ستگی  ) یقبول سته  (034/0جذر میانگین مربعات خطا و  94/0همب  توان
 برخلاف اما .دهد انجام را یخشکسال   یبیترک شاخص  یساز مدل است 

ظار  قت  با  قیعم یریادگی  روش دو انت ( 9/0ی )همبسپپپتگی کمتر د
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 یبیترک شپپاخص اندتوانسپپته نیماشپپ یریادگی یهاروش به نسپپبت
شکسال   س  یکل طوربه. ندینما یساز مدل را یخ شخص   جینتا یبا برر م
 مناسپپبی دقتبا  توانیم پژوهش نیا در شپپده ارائه روش باشپپد که 

سال    یبیترکشاخص   یزمانیسر  شک  و به نمود ینیبشیرا پ CDI یخ
سال   ینیبشیپ هایارزیابی مدل شک شد  مختلف یهادوره در یخ   اهیگ ر

 یامنطقه یهایگذاراسپپتیو سپپ تیریمد یآن برا جیو از نتا پرداخت

  تینهادر. نمود استفاده  آمار فاقد یهاحوضه  در خصوص به یخشکسال  
ستفاده  یم Sentinel  جمله از بالا کیتفک قدرت با ییهاسنجنده  از ا

 یابیو ارز یخشپپکسپپال یبیترکشپپاخص  ینیبشیپ جینتا بهبود در تواند
سال    ترقیدق شک شاورز  یخ شک ثر و بهنگام ؤم تیریو مد یک  دیفم یخ

 .باشد
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