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نوآوری های  و  فناوری ها  طریق  از  کشاورزی  در  آب  مدیریت 

از جمله فناوری های رو به رشد، علم  ارتقا است.  قابل  جدید 

داده و یادگیری ماشین است. علم داده یک حوزه رو به رشد در 

دنیای فناوری اطلاعات است که به تحلیل، استخراج اطلاعات، 

و فهم الگوها و روابط در داده های بزرگ کمک می کند. این 

حوزه در صنایع مختلف و بخصوص در زمینه های کشاورزی و 

محیط زیست نقش مهمی ایفا می کند. یکی از زمینه هایی که علم 

داده در آن تأثیر بسزایی دارد، زمینه علوم و مهندسی آب است. 

هدف این پژوهش ارائه یک تعریف جامع از علم داده و بررسی 

مطالعات انجام شده در این زمینه است. بر اساس نتایج به دست 

آمده، 10 درصد مطالعات انجام شده این حوزه در کشاورزی، 

به موضوع مدیریت آب اختصاص یافته اند. همچنین در بین کل 

مطالعات انجام شده در این حوزه بین سال های 2018 تا 2020، 

ایران سهم 5/62 درصدی بین این مطالعات داشته است. تمرکز 

پژوهشگران نیز، بیشتر در موضوعات تعیین تبخیر-تعرق گیاه، 

پیش بینی عملکرد و تعیین کیفیت آب بوده است. با این حال با 

توجه به نوظهور بودن این فناوری، هنوز خلاء های مطالعاتی در 

این حوزه وجود دارد که انتظار می رود در آینده نظر محققین 

از طرف دیگر، همانند سایر فناوری های  به آن ها جلب شود. 

جدید، مشکلاتی در زمینه اجرا و پیاده سازی آن وجود دارد که 

محققین،  سیاستمداران،  تا  است  لازم  این مشکلات،  برای حل 

و کشاورزان با همکاری یکدیگر، راهکارهایی را ارائه کنند که 

بتوانند از مزایای علم داده به شکل بهینه استفاده کنند و در عین 

حال به چالش ها و مشکلات موجود پاسخ دهند.
مدیریت  دور،  از  داده کاوی، سنجش  آبیاری،  كلیدی:  واژه های 

آب، هوش مصنوعی.

New technologies and innovations can improve water 
management in agriculture. Data science and machine 
learning are emerging technologies. Data science is a growing 
field in the world of technology that helps analyze, extract 
information, and understand patterns and relationships in 
big data. It plays a pivotal role in a wide range of industries, 
including agriculture and environmental science. One field 
in which data science has a significant impact is water science 
and engineering. The aim of this research is to provide 
a comprehensive definition of data science and review 
existing studies in this field. According to the results, 10% 
of the studies conducted in the field of machine learning in 
agriculture are related to water management. Furthermore, 
among all studies conducted in this field from 2018 to 2020, 
Iran accounted for 5.62% of the total. This field of research has 
primarily focused on determining crop evapotranspiration, 
predicting yield, and assessing water quality. However, given 
the novelty of this technology, there are still gaps in studies 
in this field, which is expected to be attracted by researchers 
in the future. On the other hand, like other emerging 
technologies, there are challenges in the implementation and 
execution of data science that require collaborative efforts 
among policymakers, researchers, and farmers to address. To 
resolve these challenges, it is necessary for these stakeholders 
to propose solutions that can optimally leverage the benefits 
of data science while simultaneously addressing the existing 
challenges and problems.
Keywords: Irrigation, Data Mining, Remote Sensing, 
Water Management, Artificial Intelligence.
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مقدمه

آب راهبردی ترین کالای روی کره زمین است و اگر از آن محافظت 
نشود، کمیاب می شود. به طور متوسط، 70 درصد آب برداشتی در 
کشاورزی مصرف می شود (Wang و همکاران، 2002). به گفته 
فائو (1FAO)، کشاورزی باید با چالش های پیچیده ای که به دلیل 
افزایش جمعیت، رشد اقتصادی، تغییر ترجیحات مصرف کنندگان 
 .(2020 ،FAO) سازگار شود آمده،  به وجود  آب  برای  رقابت  و 
تخریب  غذا،  برای  تقاضا  و  جمعیت  افزایش  مانند  چالش هایی 
خاک ها و اکوسیستم های مرتبط با آب، آلودگی، و تغییرات آب و 
هوایی عدم قطعیت هایی را در مورد در دسترس بودن منابع آب 
 ،Tilman و Clark و همکاران، 2009؛ Rosegrant) به همراه دارد
2017؛ Sundmaeker و همکاران، 2022). این چالش ها شامل عدم 
قطعیت بالا در مورد اثرات تغییر آب و هوا و همچنین افزایش 
هزینه های استخراج آب است (Rosegrant و همکاران، 2009). 
همچنین گزارش برنامه توسعه سازمان ملل در سال 2021 درباره 
"استفاده از فناوری دیجیتال برای کشاورزی پایدار" بیان می کند 
که تولید جهانی غذا باید 98 درصد افزایش یابد تا نیاز جمعیت 
رو به رشد انسانی (9/9 میلیارد نفر تا سال 2050) را تأمین کند 
(Burra و همکاران، 2021). بنابراین، چگونگی مدیریت و کاهش 
مصرف آب بدون به خطرانداختن بهره وری، حیاتی است. اگر از 
فناوری ها و نوآوری های جدید استفاده شود، می توان به شیوه های 
مناسب کشاورزی دست یافت (Sundmaeker و همکاران، 2022). 
از جمله فناوری های رو به رشد در مطالعات مختلف، علم داده2 و 

یادگیری ماشین3 است. 
اصطلاح علم داده در اواخر دهه 1990 در بحث های مربوط به 
نیاز آماردانان به پیوستن به دانشمندان رایانه برای ایجاد دقت 
ریاضی در تجزیه و تحلیل محاسباتی مجموعه داده های بزرگ 
مطرح شد. در سال 2001 ویلیام اس. کلیولند4 برنامه عملیاتی را 
برای تأسیس دانشگاهی در زمینه علم داده منتشر کرد. این برنامه 
بر لزوم درک علم داده به عنوان یک مبحث چند رشته ای تأکید 
داشت. علم داده نشان دهنده بهینه سازی فرآیندها و منابع است 
(Kelleher و Tierney، 2018). علم داده بینش های داده را تولید 
می کند؛ نتیجه گیری ها یا پیش بینی های عملی و مبتنی بر داده ها 
که می توان از آن ها برای درک و بهبود حوزه های مختلف علمی 
مانند  داده  علم  بینش  از  استفاده  می شود  گفته  کرد.  استفاده 
توانایی دیدن در تاریکی است (Pierson، 2021). به طور کلی 
هدف علم داده بهبود تصمیم گیری بر مبنای بینش هایی است که 

از مجموعه داده های بزرگ استخراج شده اند. 
بر این اساس، علوم داده حوزه نسبتاً جدیدی است که بسیاری از 
صنایع از جمله کشاورزی را متحول می کند. کشاورزی دقیق که 
اکنون کشاورزی دیجیتال نیز نامیده می شود، به عنوان زمینه های 

علمی جدیدی مطرح شده  است که از رویکردهای مبتنی بر داده ها 
برای افزایش بهره وری کشاورزی و در عین حال به حداقل رساندن 
اثرات محیط زیستی آن استفاده می کنند. داده های تولید شده در 
کشاورزی مدرن که توسط انواع حسگرهای مختلف فراهم و تولید 
می شوند سبب درک بهتر محیط عملیاتی (تعامل پویا با محصول، 
به  منجر  نهایت،  در  و  می شود  هوایی)  و  آب  شرایط  و  خاک 
تصمیم گیری دقیق تر و سریع تر می شود. با این وجود مدیریت آب 
در کشاورزی به تلاش های قابل توجهی نیاز دارد و این موضوع نقش 
مهمی در تعادل هیدرولوژیکی، اقلیمی و کشاورزی  ایفا می کند 
(Liakos و همکاران، 2018). به طور کلی هدف از این پژوهش، 
تعریف دقیق علم داده و سایر اصطلاحات مشتق شده از آن و یا 
مشابه آن مانند هوش مصنوعی، یادگیری ماشین و یادگیری عمیق 
در مدیریت آب کشاورزی است. معمولاً این تعاریف به اشتباه به 
جای همدیگر استفاده می شوند. در این پژوهش همچنین ابزارهای 
کلی مورد استفاده در علم داده معرفی و مورد بحث قرار گرفته و 
در انتها مطالعات انجام شده نیز در این حوزه بررسی خواهد شد. 

مروری بر تعاریف هوش مصنوعی5، علم داده، یادگیری ماشین و 
یادگیری عمیق6

 
امروزه در کنار واژه علم داده، معمولاً واژه های هوش مصنوعی، 
یادگیری ماشین و یادگیری عمیق نیز به کار برده می شود. در شکل 
(1) وجوه تمایز و اشتراک هوش مصنوعی، علم داده، یادگیری ماشین 
و یادگیری عمیق نشان داده شده است. هوش مصنوعی در واقع 
اصطلاحی است برای توصیف عواملی که به طور مستقل عمل 
می کنند. در برخی موارد عوامل هوش مصنوعی روبات ها و در برخی 
دیگر برنامه های کاربردی نرم افزاری هستند (Pierson، 2021). به 
طور کلی در تعریف هوش مصنوعی می توان گفت هر عملی که 
به ماشین قابلیت تقلید از رفتار انسانی به خصوص عملکردهای 
شناختی را بدهد، در حیطه هوش مصنوعی قرار خواهد گرفت. به 
عنوان مثال تشخیص چهره، زبان شناسی، رانندگی خودکار و سایر 
مواردی که در شکل (1) مشاهده می شود در زمره هوش مصنوعی 
قرار می گیرند (Kotu و Deshpande، 2018). یادگیری ماشین که 
زیرمجموعه هوش مصنوعی است، در واقع ابزارهایی هستند که 
از آن ها برای انتقال تجربیات انسانی به ماشین استفاده می شوند. 
این تجربیات در واقع همان داده ها هستند. داده هایی که برای 
یادگیری ماشین استفاده می شوند اصطلاحاً »داده های آموزشی7« 

گفته می شوند.
یادگیری ماشین مدل برنامه نویسی سنتی را وارونه می کند (شکل 
2). در یک برنامه رایانه ای، مجموعه ای از قوانین و روابط به رایانه 
داده شده و سپس رایانه داده های ورودی را با استفاده از روابط 
از پیش تعیین شده به خروجی تبدیل می کند. اما الگوریتم های 
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یادگیری ماشین که یادگیرندگان نیز نامیده می شوند، هم ورودی و 
هم خروجی شناخته شده (داده های آموزشی) را گرفته تا مدلی را 
برای برنامه ای که ورودی را به خروجی تبدیل می کند، پیدا کنند 

.(2018 ،Deshpande و Kotu)

 

شکل 1- تفاوت ها و اشتراک های هوش مصنوعی، علم داده و یادگیری 
(2018 ،Deshpande و Kotu)  ماشین

 

شکل 2- تفاوت برنامه های سنتی رایانه ای در مقابل یادگیری ماشین 
(2018 ،Deshpande و Kotu)

ماشین،  یادگیری  در  عمده ای  پیشرفت های  گذشته  سال  ده  در 
به ویژه یادگیری عمیق، ایجاد شد که در نحوه پردازش رایانه ها به 
منظور پردازش داده های زبان و تصویر، تغییرات اساسی را ایجاد 
کرد. اصطلاح یادگیری عمیق خانواده ای از مدل های شبکه عصبی 
را توصیف می کند که از لایه های متعددی از واحدهای موجود در 
شبکه تشکیل شدند. شبکه های عصبی از دهه 1940 وجود داشتند؛ 
اما این شبکه ها با مجموعه داده های بزرگ و پیچیده بهترین عملکرد 
را داشتند و از منابع محاسباتی زیادی برای آموزش استفاده می کنند. 
بنابراین، ظهور یادگیری عمیق با رشد کلان داده8 و قدرت محاسبات 
در  عمیق،  یادگیری  گفت،  می توان  تفاسیر  این  با  است.  مرتبط 
زیرمجموعه یادگیری ماشین قرار گرفته و به عنوان یکی از ابزارهای 
خارق العاده آن شناخته می شود (Kelleher و Tierney، 2018). حال 
آن که علم داده، براساس آن چه که پیش تر تعریف شد به مجموعه ی 
انجام  داده ها  بر روی  فعالیت هایی گفته می شود که  روش ها و 
می شود. در علوم داده، تحلیل اولیه داده ها، پیش پردازش داده ها و 
تفسیر و نمایش داده ها وجود دارد. واکشی داده ها و ذخیره سازی 
آن ها نیز جزو فعالیت های علوم داده قرار می گیرد. در تعریف دیگر 
برای علم داده آمده است که علم داده کاربرد تجاری یادگیری ماشین، 

هوش مصنوعی و سایر زمینه های کمی مانند آمار، مصورسازی و 
ریاضیات است. در حقیقت علم داده یک زمینه بین رشته ای است 
که ارزش را از داده ها استخراج می کند. علم داده امروزه، به شدت به 

.(2018 ،Deshpande و Kotu) یادگیری ماشین متکی است

روش شناسی علم داده

• تهیه و آماده سازی داده
از  داده  مجموعه  یک  است.  وابسته  داده  به  اساساً  داده  علم 
داده های مربوط به مجموعه ای از موجودیت ها9 شکل می گیرد که 
هر موجودیت بر اساس مجموعه ای از ویژگی ها10 توصیف می شود. 
یک مجموعه داده در ابتدایی ترین شکل در یک ماتریس n×m به 
نام رکورد تحلیل ها11 (مجموعه داده ها1) سازمان یافته است که در 
آن n تعداد موجودیت ها (سطرها) و m تعداد ویژگی ها (ستون ها) 
هستند. ساخت رکورد تحلیلی پیش نیاز انجام علم داده است. در 
واقع بیشترین زمان و تلاش در پروژه های علم داده صرف ایجاد، 
متناسب کردن و به روزرسانی رکورد تحلیلی می شود (Kelleher و 
Tierney، 2018). در پروژه های علم داده در این زمینه که چه 
ویژگی هایی را می توان انتخاب کرد و چه ویژگی هایی بر اساس 
دارد.  وجود  محدودیت هایی  می شوند،  انتخاب  متخصص  دانش 
ویژگی ها انواع مختلفی داشته و برای هر نوع ویژگی تجزیه و 
تحلیل مختلفی وجود دارد. بنابراین، آگاهی و شناخت انواع مختلف 
ویژگی، مهارت اصلی دانشمند داده است. ویژگی های عددی13، 
استاندارد ویژگی هستند (Kelleher و  انواع  ترتیبی15  اسمی14 و 
اندازه گیری را  Tierney، 2018). ویژگی های عددی مقادیر قابل 
توصیف می کنند. به عنوان مثال، عملکرد گیاه، مقدار آب آبیاری، 
مقدار کود و موارد این چنینی که با مقادیر صحیح یا واقعی نشان 
داده می شوند. ویژگی های اسمی (که به دسته ای نیز معروف است) 
مقادیر را از مجموعه متناهی می گیرد. این مقادیر برای دسته ها، 
کلاس ها یا حالت های اسامی هستند. به عنوان مثال نوع سامانه 
آبیاری، نوع کود و نام منطقه مزرعه در این دسته از ویژگی ها قرار 
می گیرند. ویژگی های ترتیبی مشابه ویژگی های اسمی هستند با 
این تفاوت که اعمال ترتیب روی دسته های ترتیبی اعمال می شود. 
به عنوان مثال نظر کارشناس در مورد عملکرد یک مجموعه زراعی 
می تواند به صورت خوب، بد و متوسط باشد. داده ها نیز به شکل 
دیگری دسته بندی می شوند. داده ها می توانند ساختاریافته، نیمه 
ساختاریافته و بدون ساختار باشند. داده های ساختاریافته، که تنها 
5 درصد از کل داده های موجود را تشکیل می دهد، به داده های 
جدولی موجود در صفحات گسترده یا پایگاه داده های رابطه ای 
اشاره دارد. متن، تصاویر، صدا و ویدئو نمونه هایی از داده های بدون 
نیاز  فاقد سازماندهی ساختاری مورد  گاهی  که  ساختار هستند 
ماشین ها برای تجزیه و تحلیل هستند. داده های نیمه ساختاریافته 



سال یازدهم، شماره 2، 1403 نشریه آب و توسعه پایدار
42

زنجیره ای بین داده های کاملاً ساختاریافته و بدون ساختار را در بر 
می گیرد. زبان نشانه گذاری توسعه پذیر (XML16)، یک زبان متنی 
برای تبادل داده ها در وب، یک نمونه معمولی از داده های نیمه 
ساختاریافته است. اسناد XML حاوی تگ های داده تعریف شده 
توسط کاربر هستند که آنها را برای ماشین قابل خواندن می کند. 
بهینه ترین  و  بهترین  انتخاب  تا  است  باعث شده  تفاوت ها  این 
روش های بررسی داده ها بسته به نوع پروژه دشوار باشد. به همین 
منظور متخصصین حوزه علم داده برای رسیدن به نتیجه نهایی، 
شیوه نامه های مختلفی را ارائه کرده اند که معروف ترین آن فرآیند  
ابتدا  در  کریسپ  فرآیند   .(1999  ،Chapman) است  کریسپ17 
توسط کنسرسیومی از سازمان ها متشکل از فروشندگان برجسته 
علم داده، شرکت های مشاور و محققان در کارگاهی با حمایت 
مالی کمیسیونی اروپایی تحت برنامه ESPRIT ارائه شد. از آن 
زمان تاکنون اقدامات متعددی برای به روزرسانی این فرآیند انجام 
شد؛ با این حال هنوز هم غالباً از نسخه اصلی استفاده می شود. 
این فرآیند شامل شش مرحله است که تحت عنوان چرخه عمر 
کریسپ شناخته می شود. این چرخه عمر شامل فهم پروژه، درک و 

آماده سازی داده ها، مدل سازی، ارزیابی و توسعه است (شکل 3).
 

(1999 ،Chapman) شکل 3- چرخه عمر کریسپ

در این چرخه، داده ها در مرکز فعالیت های علم داده قرار دارند. 
پیکان های بین مراحل مختلف جهت معمول این فرآیند را نشان 
می دهند. این فرآیند نیمه ساختاریافته است یعنی دانشمند داده 
بسته به نتیجه یک مرحله خاص می تواند به یکی از مراحل قبلی 
برگشته، مرحله فعلی را تکرار یا به مرحله بعدی حرکت کند. در فهم 
پروژه، دانشمند داده بایستی پروژه ای که می خواهد بر روی آن کار 
کند را به خوبی بشناسد. در این مرحله، بایستی زوایای مختلف آن 
پروژه، محدودیت ها، شرایط موجود و اهداف آن را بررسی نماید. در 
مرحله درک داده ها، متخصص علم داده، به سراغ داده های موجود 
رفته و آن را به لحاظ کمیت و کیفیت برای شروع پروژه بررسی 
می کند. در این مرحله، عملیاتی مانند خلاصه سازی داده ها و ساخت 
گزارش های اولیه از داده ها می تواند بسیار کمک  کننده باشد. با فهم 

داده ها و درک ابعاد و ویژگی های مختلف آن، می توان ایده های 
مختلف را مطرح کرد و ساختار اصلی پروژه را تعیین نمود. در مرحله 
آماده سازی داده ها، هدف ایجاد مجموعه داده ای است که برای 
تجزیه و تحلیل داده ها استفاده می شود. معمولاً ایجاد مجموعه 
داده شامل ادغام منابع داده از تعدادی پایگاه داده است. بعد از 
این که مجموعه داده ها ایجاد شد، کیفیت داده ها باید بررسی شود. 
مشکلاتی که معمولاً در کیفیت داده ها وجود دارند شامل مقادیر 
پرت و مفقود شده است. از آن جایی که خطاهای موجود در داده ها 
بر عملکرد الگوریتم ها تأثیرگذار هستند، بررسی کیفیت داده ها بسیار 
مهم است. معمولاً دانشمند داده در مرحله مدل سازی از تعدادی 
الگوریتم مختلف یادگیری ماشین برای آموزش تعدادی از مدل های 
مختلف در مجموعه داده استفاده می کند. هر مدل با نوع خاصی 
از الگوریتم های یادگیری ماشین آموزش دیده و هر الگوریتم در 
جستجوی انواع مختلفی از الگوها در داده ها است. معمولاً دانشمند 
داده در این مرحله نمی داند که بهترین الگوها برای جستجوی داده ها 
کدامند، بنابراین منطقی است که الگوریتم های مختلفی را در این 
زمینه امتحان نماید تا متوجه شود کدام الگوریتم هنگام اجرا روی 
داده ها بیشترین بازده را دارد. در ادامه الگوریتم های مهم در عرصه 
علم داده و یادگیری ماشین معرفی خواهند شد. انجام یک بررسی 
کلی به منظور تضمین کیفیت اعمال پروژه در مرحله ارزیابی ضروری 
است. در این مرحله سوالاتی همچون: آیا چیزی جا مانده است؟ آیا 
می توان کار بهتری انجام داد؟ بررسی می شود و بر اساس ارزیابی کلی 
مدل ها، تصمیم اصلی که گرفته می شود این است که آیا هیچ یک از 
این مدل ها مناسب پروژه خواهند بود یا اینکه نیاز است به منظور 
ایجاد مدل های مناسب، فرآیند کریسپ مجدد تکرار شود. در نهایت، 
مرحله توسعه شامل بررسی نحوه توسعه مدل های انتخاب شده برای 
رسیدن به یک نرم  افزار است. این نرم افزار به کاربران معمولی نیز این 
امکان را می دهد تا با استفاده از آن، بتوانند مشکلی را که به دنبال آن 

.(2018 ،Tierney و Kelleher) هستند، بررسی و رفع نمایند

• معرفی الگوریتم های پرکاربرد یادگیری ماشین در حوزه علوم و 
مهندسی آب

به  رایانه  که  می شود  ایجاد  الگوریتم هایی  ماشین،  یادگیری  در 
منظور شناسایی و استخراج الگوها از داده ها، آن ها را درک می کند. 
الگوریتم یک روش منطقی گام به گام برای حل یک مسئله است. در 
واقع، چگونگی حل یک مشکل خاص با استفاده از داده ها مشخص 
می شود. بسیاری از الگوریتم های یادگیری بازگشتی هستند؛ یعنی 
در آن مجموعه ای از مراحل چندین بار تکرار می شوند تا زمانی که 
یک شرط محدودکننده برآورده شود. هر الگوریتم دارای ورودی، 
خروجی و دستورالعمل های قطعی انجام پذیر است. به عنوان مثال، 
در شکل (4) یک الگوریتم ساده برای محاسبه میانگین K عدد 

نمایش داده شده است.
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شکل 4- نمونه یک الگوریتم ساده برای محاسبه میانگین (نیکخواه، 1397)

در ادامه الگوریتم های پرکاربرد در علوم و مهندسی آب به صورت 
مختصر معرفی می شوند. در یک دسته بندی کلی، الگوریتم های 
یادگیری ماشین در سه دسته یادگیری نظارت شده18، یادگیری بدون 
می شوند  تقسیم بندی  شده20  نظارت  نیمه  یادگیری  و  نظارت19 

(کاویانی، 1401). 
1- یادگیری نظارت شده: 

الگوریتم های  از  دسته ای  شده،  نظارت  الگوریتم های  یا  روش ها 
یادگیری ماشین هستند که از نمونه داده شناخته شده (که مجموعه 
داده های آموزشی نیز نامیده می شود) و خروجی مرتبط (که برچسب 
یا ستون هدف نیز معروفند) با هر نمونه داده، در فرآیند یادگیری مدل 
استفاده می کنند. هدف اصلی یادگیری، نگاشت یا کشف ارتباط بین 
نمونه داده های ورودی (x) با خروجی های متناظر آن ها (y) بر مبنای 
نمونه داده های آموزشی است. سپس، الگوریتم آموزش داده شده برای 
پیش بینی خروجی ('y) از هر نمونه داده جدید ('x)، که قبلاً در فرآیند 

آموزش مدل دیده نشده و ناشناس است، به کار می رود (شکل 5).

 

شکل 5- طرح شماتیک از روش یادگیری نظارت شده (برگرفته از تارنمای 
((2021 ،Raj)اenjoyalgorithms.com

طبقه بندی21  کلی  دسته  دو  در  شده  نظارت  یادگیری  روش های 
و رگرسیون22 قرار می گیرند (نیکخواه، 1397). برای هر دو روش 
ذکر شده، الگوریتم های مختلفی معرفی شده اند که از این بین 
می توان به الگوریتم های رگرسیون خطی، ماشین÷÷ بردار پشتیبان، 
درخت تصمیم و جنگل های تصادفی اشاره کرد (شکل 6). با توجه 
به اهمیت این الگوریتم ها در کشاورزی (به علت وجود داده های 
برچسب گذاری شده در این حوزه) در ادامه به معرفی اجمالی 

برخی از الگوریتم های پرکاربرد پرداخته می شود. 

 

شکل 6- الگوریتم های مختلف در روش یادگیری نظارت شده (کاویانی، 1401)

- الگوریتم رگرسیون خطی: وقتی مجموعه داده ای از ویژگی های 
عددی تشکیل شده باشد، غالباً از مدل های پیش بینی مبتنی بر 
رگرسیون،  تحلیل  در  مرحله  اولین  می شود.  استفاده  رگرسیون 
فرضیه پردازی ساختار رابطه بین ویژگی های ورودی و هدف است. 
تعریف می شود.  رابطه فرضی  از  پارامتری23  ریاضی  سپس مدل 
به این مدل پارامتری شده تابع رگرسیون می گویند. می توان تابع 
رگرسیون را به عنوان ماشینی که ورودی ها را به مقدار خروجی 
تبدیل می کند و پارامترها را به عنوان تنظیماتی که رفتار این ماشین 
 .(2018 ،Tierney و  Kelleher) نظر گرفت  در  کنترل می کند  را 
ممکن است با استفاده از تحلیل رگرسیون بتوان انواع بسیار متفاوتی 
از روابط بین ویژگی ها را فرضیه پردازی و مدل سازی کرد. در برخی 
حوزه ها، دلایل علمی فراوانی برای اثبات نوع خاصی از رابطه بین 
متغیرها وجود دارد؛ اما در غیاب این دلایل علمی، بهتر است که 
با فرض ساده ترین شکل رابطه یعنی "رابطه خطی" شروع کرده و 
سپس در صورت لزوم روابط پیچیده تر مدل سازی شود. دلیل دیگر 
برای شروع با روابط خطی این است که تفسیر نسبتاً راحتی دارند 
(Kotu و Deshpande، 2018). هنگامی که رابطه ای خطی فرض 
شود به تحلیل رگرسیون، رگرسیون خطی گفته می شود. ساده ترین 
کاربرد رگرسیون خطی، مدل سازی رابطه بین دو ویژگی ورودی 
(X) و ویژگی هدف (Y) است. اما همیشه مسائل صرفاً دارای یک 
متغیر وابسته (Y) و یک متغیر مستقل (X) نخواهند بود؛ بلکه 
ممکن است چندین متغیر مستقل به صورت همزمان بر روی متغیر 
وابسته اثر بگذارند. در این حالت باید رگرسیون خطی چندگانه24 

.(2018 ،Deshpande و Kotu) استفاده شود

دلباز، ر. و حامد ابراهیمیان، ح.مروری بر کاربرد علم داده و یادگیری ماشین در مدیریت آب کشاورزی
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- الگوریتم نزدیک ترین همسایه )KNN25(: الگوریتم طبقه بندی 
نزدیک ترین همسایه، برای پیدا کردن برچسب داده ی جدید، فاصله 
نمونه جدید را با تمامی نمونه های قبلی از مجموعه داده ی آموزشی 
مقایسه کرده، نزدیک ترین نمونه ها را انتخاب و برچسبِ آن ها را 
بر روی نمونه های جدید می گذارد. این کار می تواند با استفاده از 
یک معیار فاصله (مانند فاصله اقلیدسی26، منهتن27، مینکووسکی28 
و هَمینگ29) انجام شود (کاویانی، 1401). این الگوریتم با توجه 
به پارامتری تحت عنوان K، تعداد K عدد از نزدیک ترین نمونه ها 
متخصص  توسط  قبلاً  که  (مجموعه ای  آموزشی  مجموعه  از  را 
(رابطه  اقلیدسی  فاصله  به  توجه  با  است)  برچسب گذاری شده 
4) آن ها از نمونه جدید در نظر گرفته و این نمونه بر اساس آن ها 
برچسب خواهد خورد (شکل 7). دقت و صحت بالا، از نقاط قابل 
توجه در این الگوریتم است. در مورد نقاط ضعف آن نیز می توان 

به محاسبات زیاد و سرعت پایین اشاره کرد.

 

شکل 7- نمایی از الگوریتم نزدیک ترین همسایه ها (برگرفته از وبسایت 
(ibm.com

الگوریتم  مشکلات  از  یکی   :)SVM30( پشتیبان  بردار  ماشین   -
الگوریتم های  دسته  در  آن  گرفتن  قرار  همسایه،  نزدیک ترین 
تنبل31 است (Raschka، 2018). در واقع این الگوریتم، داده های 
مجموعه ی آموزشی را (بعد از پیش پردازش) بدون تغییر ذخیره 
و نمونه جدید را با تمامی نمونه های موجود در مجموعه ی داده، 
مقایسه می کند. این کار باعث حجم بالای محاسبات و به تبع آن 
کاهش سرعت الگوریتم می شود. اما الگوریتم ماشین بردار پشتیبان 
با استفاده از روش ایجاد خط یا ابرصفحه32 این مشکل را حل می کند 
(شکل 8). این الگوریتم فضا را به بخش های منفک تقسیم بندی 
کرده تا سرعت پیش بینی افزایش یابد (کاویانی، 1401). در شکل (8) 
مجموع داده  ها دو ویژگی (متغیر) با نام های X و Y دارند. دو نوع 
برچسب، کلاس و یا دسته نیز وجود دارد که با رنگ های متفاوت 
مشخص شده اند؛ الگوریتم ماشین بردار پشتیبان با استفاده از یک 
خط متمایزکننده، دو نوع دسته را از یکدیگر جدا کرده است، به 
گونه ای که هر نمونه پایین این خط جداکننده برچسب دسته اول و 
هر نمونه بالای این خط، برچسب دسته دوم را خواهد گرفت. اگر 
تعداد ویژگی ها بیشتر از دو مورد باشد، آنگاه دیگر نمی توان با یک 
خط آن ها را از یکدیگر تفکیک کرد بلکه باید از صفحه استفاده 
شود. اگر تعداد ویژگی ها (متغیرها) بیشتر از سه ویژگی باشد، 

بایستی از ابَرَصفحه برای جداسازی نمونه ها استفاده شود. ابرصفحه 
در واقع همان خط یا صفحه در فضاهایی با n بعُد است (کاویانی، 
1401). الگوریتم SVM سعی می کند خط، صفحه یا ابرصفحه را به 
گونه ای رسم کند که بیشترین فاصله را با مرز نمونه ها داشته باشد. 
به این کار در اصطلاح بیشنه سازی حاشیه33 در الگوریتم می گویند.

 

شکل 8- شکل شماتیک از الگوریتم ماشین بردار پشتیبان

از  یکی  تصمیم  درخت  الگوریتم  تصمیم:  درخت  الگوریتم   -
الگوریتم های ساده و پر کاربرد در داده کاوی و یادگیری ماشین است. 
پیش درآمد اکثر الگوریتم های مدرن برای یادگیری درخت تصمیم، 
الگوریتم ID334 است ID3 .(1986 ،Quinlan) یک درخت تصمیم 
را به صورت بازگشتی و عمقی ایجاد می کند و هر بار یک گره را 
اضافه می کند. درخت تصمیم با گره ریشه شروع می شود. سپس با 
انتخاب یک ویژگی برای آزمایش در گره ریشه، فرآیند رشد درخت از 
ریشه شروع می شود (Kelleher و Tierney، 2018). این الگوریتم در 
واقع از نوعی if/else برای ایجاد یک ساختار درختی استفاده می کند 
(کاویانی، 1401). در واقع یک درخت تصمیم ساختاری درختی است 
که از گره های داخلی و گره های خارجی تشکیل شده است. این گره ها 
به وسیله شاخه ها به یکدیگر متصل می شوند و مجموعه ورودی را 
به مناطق اختصاصی و متناقض تقسیم می کند. به هر یک از این 
مناطق یک برچسب، یک مقدار یا یک عمل اختصاص داده می شود. 
گره های داخلی که به عنوان واحد تصمیم گیری شناخته می شوند، یک 
تابع تصمیم را ارزیابی می کنند تا تصمیم بگیرند کدام گره فرزند بعدی 
را باید بیاورند. گره های انتهایی که با برچسب ها (مثلاً رویدادهای 
آبیاری یا غیرآبیاری) مشخص می شوند، به عنوان برگ ها یا گره های 
پایانی (گره های خارجی) شناخته می شوند و فرزندی ندارند (Perea و 
همکاران، 2019). در شکل (9) نمونه یک ساختار کلاسیک از درخت 
تصمیم آورده شده است. در این شکل J3 ،J2 ،J1 و J4 در حقیقت 
همان برچسب های نهایی برای طبقه بندی نمونه ها هستند که به 

عنوان برگ نیز شناخته می شوند.
- الگوریتم جنگل های تصادفی: جنگل مجموعه ای از درخت ها 
است. الگوریتم جنگل تصادفی نیز از مجموعه ای از درخت های 
پیش بینی  و  داده ها  مجموعه ی  روی  مدل  ساخت  برای  تصمیم 
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جنگل  الگوریتم  کلی  شمای  می کند.  استفاده  جدید  نمونه های 
تصادفی در شکل (10) آورده شده است. الگوریتم جنگل تصادفی 
ابتدا در فاز یادگیری، چندین درخت از روی مجموعه ی داده های 
آموزشی ایجاد می کند. این الگوریتم به هر کدام از درخت ها یک 
زیرمجموعه از داده های ورودی در هنگام ساخت تزریق می کند. 
از  زیرمجموعه ای  با مشاهده ی  از درخت ها  کدام  واقع، هر  در 
ویژگی ها (متغیرها) در مجموعه آموزشی، یادگیری را انجام می دهند 
(به این صورت معمولاً دو درخت در جنگل تصادفی شبیه به هم 
نمی شوند) و الگوریتم جنگل تصادفی این درخت های تصمیم را به 
عنوان مدل ذخیره می کند. هنگامی که نمونه جدید برای طبقه بندی 
از راه می رسد، جنگل تصادفی این نمونه را به هر کدام از درخت ها 
داده و درخت ها هر کدام یک برچسب (براساس یادگیری که انجام 
داده اند) برمی گردانند. سپس الگوریتم، برچسب یا کلاس اکثریت 
را به عنوان برچسب نهایی برای آن نمونه ی جدید انتخاب می کند. 
تصمیم،  درخت  الگوریتم  به  نسبت  تصادفی  درخت  الگوریتم 
معمولاً دقت و صحت بالاتری در مسائل مختلف تولید می کند. 
اگر چه سرعت این الگوریتم به واسطه ی درخت های متعدد پایین 
است و یادگیری و ساخت مدل معمولاً فضای زیادی نسبت به 

درخت های تصمیم اشغال می کند (کاویانی، 1401).

شکل 9- ساختار کلاسیک یک درخت (Perea و همکاران، 2019)

 

از وبسایت  الگوریتم جنگل تصادفی (برگرفته  شکل 10- شمای کلی 
(analyticssteps.com

2- یادگیری بدون نظارت
بدون  ورودی  داده های  مجموعه  نظارت  بدون  یادگیری  در 
قالب های برچسب دار هستند. این روش ها بدون نظارت نامیده  
می شوند؛ زیرا مدل یا الگوریتم تلاش می کند ساختارها، الگوها و 
روابط ذاتی را از داده های مفروض بدون هیچ گونه کمک و نظارتی 
یاد بگیرد. یادگیری بدون نظارت به جای پیش بینی برخی نتایج بر 
اساس داده های آموزشی، تلاش می کند تا بینش یا اطلاعات معنادار 

از داده ها استخراج کند (شکل 11).

 

از  (برگرفته  نظارت  بدون  یادگیری  از روش  شکل 11- طرح شماتیک 
((2021 ،Raj)اenjoyalgorithms.com تارنمای

ناهنجاری37  کشف  و  بعد36  کاهش  الگوریتم های خوشه بندی35، 
 .(1397 (نیکخواه،  هستند  نظارت  بدون  یادگیری  روش های  از 
الگوریتم های خوشه بندی شامل K میانگین38، خوشه بندی مبتنی 
بر غلظت39 و الگوریتم تغییر میانگین40 می شوند (کاویانی، 1401). 

3- یادگیری نیمه نظارتی
آن  در  که  است  ماشین  یادگیری  نوعی  نیمه نظارتی  یادگیری 
بدون  و  برچسب دار  داده های  از  ترکیبی  براساس  الگوریتم 
برچسب آموزش داده می شود. به طور معمول، این ترکیب مقدار 
از  زیادی  بسیار  مقدار  و  برچسب دار  داده های  از  کمی  بسیار 
داده های بدون برچسب را شامل خواهد بود (نیکخواه، 1397؛ 
شکل 12). روش یادگیری نیمه نظارتی به عنوان یکی از مدل های 
یادگیری ماشین، راهکاری مؤثر برای رفع چالش های مربوط به 
داده های برچسب دار می باشد. در یادگیری نیمه نظارتی به طور 
برچسب  داده های  از  و  خورده  برچسب  داده های  از  همزمان 
نخورده استفاده می شود تا بتوان دقت یادگیری را بهبود بخشید. 
این نوع از مدل یادگیری به عنوان روشی که می تواند از داده های 
بدون برچسب بیشترین استفاده را بکند، از منظر کاربرد عملی 
در  متعددی  روش های  این حوزه  در  دارد.  فوق العاده ای  ارزش 
قالب روش های مولد41، روش های مبتنی بر نمودار42 و روش های 

اکتشاف محور43 در دسترس هستند (نیکخواه، 1397).

دلباز، ر. و حامد ابراهیمیان، ح.مروری بر کاربرد علم داده و یادگیری ماشین در مدیریت آب کشاورزی
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شکل 12- طرح شماتیک از روش یادگیری نیمه نظارت شده (برگرفته از 

((2021 ،Raj)اenjoyalgorithms.com تارنمای

کاربردهای علم داده در علوم و مهندسی آب

نتایج جستجو در پایگاه  داده های مطالعاتی مختلف حاکی از رشد 
نشان دهنده  که  است  این حوزه  در  مطالعات  انتشار  چشمگیر 
اهمیت موضوع در جامعه جهانی است. به عنوان مثال شکل (13)، 
 "Machine learning" ،"Water" نتیجه جستجو با سه کلید واژه
می دهد.  نشان  را  ساینس دایرکت44  پایگاه  در   "Agriculture" و 
این  با  مرتبط  مطالعات  تعداد  می شود  مشاهده  که  همان گونه 
کلیدواژه از 234 عدد در سال 2010 به تعداد 5530 عدد در سال 
2023 رسیده است. در پژوهش دیگری که Gao و همکاران (2023) 
با دو کلیدواژه " machine learning" و " irrigation" بر روی پایگاه 

داده وب آف ساینس45 انجام دادند، نشان داد که مطالعات در این 
زمینه به طور میانگین 44/67 درصد در سال افزایش می یابد. نتایج 
این پژوهش رشد سریع این مطالعات از سال 2019 به بعد را نشان 
داد که این موضوع در پایگاه داده ساینس دایرکت46 نیز مشاهده 
الگوریتم های  تکاملی  سیر   (14) شکل  در   .(13 (شکل  می شود 
یادگیری ماشین در زمینه آبیاری آورده شده است. در این روند 
مشاهده می شود که تحقیقات یادگیری ماشین در زمینه آبیاری از 
پیش بینی رطوبت خاک سرچشمه می گیرد. با افزایش تحقیقات در 
این زمینه، مدل ها به تدریج از یک مدل منفرد به یک مدل ترکیبی 

در جهت و محتوای تحقیق عمیق تر شدند.

شکل 13- مطالعات منتشر شده در زمینه استفاده از یادگیری ماشین در 
(Sciencedirect.com :منبع) حوزه کشاورزی و آب طی 13 سال گذشته

 

شکل 14- تاریخچه یادگیری ماشین در حوزه علوم آبیاری (Gao و همکاران، 2023)

نتیجه یک بررسی انجام شده بین کل مطالعات با محوریت یادگیری 
ماشین در کشاورزی بین سال های 2018 تا 2020 نشان داد که به 
طور کلی یادگیری ماشین در چهار حوزه اصلی شامل مدیریت گیاه، 
دام، آب و خاک مورد استفاده قرار می گیرد که بخش آب 10 درصد 

این مطالعات را شامل می شوند (Benos و همکاران، 2021). 
حوزه  پژوهشگران  نظر  اخیر  سال های  در  نیز  ایران  در  بالتبع 
کشاورزی به این موضوعات معطوف شده است. بر اساس نتایج 
Benos و همکاران (2021)، ایران سهم 5/62 درصدی از مطالعات 
با محوریت استفاده از یادگیری ماشین در کشاورزی داشته است. 
در این بین کشور چین، با سهم 24/9 درصدی در جایگاه نخست 
و ایالت متحده آمریکا با سهم 20/7 درصدی در جایگاه دوم قرار 
گرفته است. نتایج فراتحلیلAhmadi 47 و همکاران (2022) نشان 
داد که ایران با سهم 24 درصدی در بین مطالعات انجام شده در 

زمینه استفاده از یادگیری ماشین در پایش و پیش بینی سطح آب های 
زیرزمینی، در بین سایر کشورها پیشگام بوده است. بر اساس نتایج 
این پژوهش کشورهای با وابستگی بیشتر به آب زیرزمینی به عنوان 
یک منبع آب شیرین، اکثر مطالعات در مورد کاربرد یادگیری ماشین 

در مدل سازی آب زیرزمینی را تولید کردند. 
 در ادامه این نوشتار، موضوعاتی که بیشتر مورد توجه پژوهشگران 
در حوزه کاربرد علم داده در علوم و مهندسی آب بوده اند مورد 

بحث قرار گرفته است. 

• مدیریت آب در کشاورزی
یکی از مهم ترین کاربردهای علم داده در کشاورزی، مدیریت آب 
است. با استفاده از علم داده و یادگیری ماشین می توان آبیاری را 
با نرخ متغیر به جای استفاده از نرخ یکنواخت برای کل مزرعه 
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انجام داد. به این معنا که هر نقطه از زمین کشاورزی بر اساس 
اثربخشی  کند.  دریافت  آب  از  متفاوتی  نرخ  مختلف  داده های 
از  زراعی  عوامل  به  متغیر  نرخ  با  آبیاری  روش  امکان سنجی  و 
جمله توپوگرافی، خواص خاک و تأثیر آنها بر آبِ خاک به منظور 
صرفه جویی در مصرف آب و بهینه سازی عملکرد بستگی دارد. پایش 
دقیق وضعیت آبِ خاک، شرایط رشد محصول و الگوهای زمانی و 
مکانی در ترکیب با پایش و پیش بینی شرایط آب و هوایی، می تواند 
به برنامه ریزی آبیاری و مدیریت کارآمد آب کمک کند (Benos و 
همکاران، 2021). در موضوع مدیریت آب، داده های آب و هوا 
رایج ترین داده های ورودی برای تخمین تبخیر-تعرق (ET) هستند. 
در بسیاری از موارد، برآورد دقیق تبخیر-تعرق یکی از محوری ترین 
عناصر چرخه هیدرولوژیکی برای مدیریت بهینه منابع آب است. 
داده های حسگرهای از راه دور و اندازه گیری مقدار آبِ خاک نیز 
این دسته، استفاده می شود. در شکل (15)  به طور گسترده در 
معمول ترین داده هایی که به عنوان ورودی الگوریتم های یادگیری 
ماشین در بحث مدیریت آب در بین مطالعات مختلف استفاده 

شده اند آورده شده است (Benos و همکاران، 2021). 
 

شکل 15- درصد شکل های مختلف داده های ورودی به الگوریتم های یادگیری 
ماشین با هدف مدیریت آب در کشاورزی (Benos و همکاران، 2021)

• تعیین تبخیر-تعرق با استفاده از یادگیری ماشین
پیش بینی تبخیر-تعرق می تواند نقش مهمی در برنامه ریزی آبیاری 
و مدیریت منابع آب داشته باشد. تخمین دقیق تبخیر-تعرق یک 
فرآیند پیچیده است و برای مدیریت منابع در تولید محصول و 
آبیاری  سامانه های  عملیات  مدیریت  و  طراحی  برای  همچنین 
اهمیت بالایی دارد. در اکثر مطالعات انجام شده در این زمینه، 
نتیجه یک معادله پایه ای تبخیر-تعرق مانند پنمن-مانتیث به عنوان 
ستون هدف در نظر گرفته شده و مقادیر ورودی الگوریتم، شامل 
شاخص های تأثیرگذار بر این معادله هستند. این شاخص ها به طور 
معمول شامل حداقل، حداکثر و میانگین دمای روزانه، رطوبت 
تاکنون  است.  باد  سرعت  و  خورشید  تابش  زمان  مدت  نسبی، 

مطالعات متعددی دقت بالای الگوریتم های یادگیری ماشین را در 
و همکاران،   Mehdizadeh) کرده اند  گزارش  تبخیر-تعرق  برآورد 
 Xing و همکاران، 2020؛ Yaseen و همکاران، 2018؛ Fan 2017؛
و همکاران، 2022). ویژگی های ورودی معمول به الگوریتم های 
حداکثر،  شامل  تبخیر-تعرق  محاسبه  منظور  به  ماشین  یادگیری 
حداقل و میانگین دما، رطوبت نسبی، تابش خورشید  و سرعت باد 
است. استفاده از یادگیری عمیق و شبکه های عصبی مصنوعی در 

این زمینه نسبت به سایر الگوریتم ها محبوبیت بیشتری دارد. 

• تعیین پارامترهای کیفیت آب با یادگیری ماشین
استفاده از روش های معمولی برای پیش بینی کیفیت آب آبیاری، 
توسعه،  حال  در  کشورهای  در  ویژه  به  کشاورزان  برای  عموماً 
پرهزینه و دشوار است (Jayaraman و همکاران، 2022). از طرف 
دیگر شکل های مختلف منابع آب شامل فاضلاب، آب زیرزمینی، 
آب سطحی، آب دریا و آب شیرین باعث شده است انواع مختلف 
آب، ویژگی های متفاوتی داشته باشند که خود باعث پیچیدگی 
بیشتر بررسی کیفیت آب خواهد شد (Maxwell، 2015). از این رو 
استفاده از مدل های مختلف یادگیری ماشین می تواند به اقتصاد و 
همچنین بهداشت کشاورزان کمک به سزایی کرده و فرآیند بررسی 
کیفیت آب را آسان تر و سریع تر کند. اخیراً مطالعاتی با استفاده از 
الگوریتم های مختلف یادگیری ماشین نیز به تعیین کیفیت آب و 
سایر جنبه های آن پرداختند (Haghiabi و همکاران، 2018؛ Pu و 
همکاران، 2019؛ Ly و همکاران، 2021؛ Zhi و همکاران، 2021). 
در این دست مطالعات معمولاً مجموعه ای از داده های از قبل تهیه 
شده شامل عوامل مختلف کیفیت آب به مدل داده شده و ماشین 
بر اساس آن ها آموزش داده می شود. در ستون برچسب 48(هدف) 
به صورت متغیر، غلظت عناصر مختلف و یا شاخص های دیگر 
کیفیت آب قرار می گیرد. سپس هر کدام از این شاخص ها براساس 

سایر شاخص ها تعیین می شود. 

• تشخیص نشتی و تلفات آب در کانال ها 
در  داده  علوم  از  استفاده  در حوزه  که  دیگری  مسائل  از جمله 
مدیریت آب بررسی می شود، تشخیص تلفات آب در سازه های انتقال 
آب است. وجود درز و ترک ها و حفره ها در کانال های انتقال آب 
باعث از دست رفتن آب در حین انتقال خواهد شد. این موضوع 
بر راندمان انتقال آب اثر منفی خواهد گذاشت. از طرف دیگر برای 
برنامه ریزی تعمیر و نگهداری زیرساخت های انتقال آب به بازرسی 
میدانی و متناوب نیاز است. این موضوع می تواند فرآیندی زمان بر 
و طاقت فرسا باشد. چرا که در عمل، کانال ها می توانند ده ها یا حتی 
صدها کیلومتر طول داشته باشند. این موضوع ممکن است باعث 
شود که بازرسی های میدانی کانال هفته ها طول بکشد. مشکل دیگر 
این است که بیشتر ترک ها در زیر آب ایجاد می شوند. بازرسان بدون 
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خشک کردن کانال ها قادر نخواهند بود شرایط زیر آب را مشاهده 
کنند. حتی بازرسان باتجربه نیز به زمان زیادی برای تکمیل یک 
ارزیابی قابل اعتماد از وضعیت کانال نیاز دارند. امروزه مطالعاتی 
با ترکیب تصاویر ماهواره ای و یادگیری ماشین توانسته اند نشتی 
در کانال ها را با دقت بسیار بالایی شناسایی کنند. Zanganeh و 
همکاران (2016) از روش های پردازش تصویر ماهواره ای لندست 
8 برای تعیین محل نشتی استفاده کردند. آن ها نشان دادند که 
روش های سنجش از دور با استفاده از تصاویر ماهواره ای با وضوح 
متوسط می توانند به تشخیص زودهنگام نشت ها دست یابند. ایشان 
از الگوریتم توسعه یافته از NDVI برای تجزیه و تحلیل توزیع پوشش 
گیاهی در طول کانال ها استفاده کردند. سپس از روش طبقه بندی 
K-means روی نقشه NDVI برای شناسایی نشتی ها استفاده شد. 
در مطالعه ای دیگر Chen و همکاران  (2020) با استفاده از تصاویر 
ماهواره ای و یادگیری عمیق، نشتی آب در کانال ها را شناسایی کردند. 
 Physics-guided) آن ها با استفاده از تصاویر ماهواره ای و الگوریتم
Neural Networks (PGNN در یادگیری ماشین، توانستند با دقت 

86 درصد نشتی آب در کانال ها را شناسایی کنند.

• مدیریت و اجرای سامانه های آبیاری
ترکیب دو علم داده و اینترنت اشیاء49 می تواند از جمله راهکارهای 
مفید در زمینه افزایش بهره وری آب باشد. اینترنت اشیاء ترکیبی 
از چندین فناوری است که بوسیله آن حسگرها، عملگرها و سایر 
نقش¬های یک پروژه به صورت هوشمند به یکدیگر متصل می-

از  داده ها  از  مجموعه ای  معمول  طور  به  روش،  این  در  شوند. 
حسگرهای مختلف مانند حسگر رطوبت خاک، دمای خاک، دما 
و رطوبت محیط و همچنین داده های ماهواره ای دریافت شده و 
در یک پایگاه داده ذخیره می شود. پس از ذخیره سازی، با استفاده 
از الگوریتم های یادگیری ماشین، زمان مناسب آبیاری تعیین شده و 
عملیات آبیاری نیز به صورت خودکار انجام خواهد شد. Singh و 
همکاران (2021) در پژوهشی یک سامانه آبیاری هوشمند با استفاده 
از روش های یادگیری ماشین پیاده سازی کردند. ایشان برای کنترل 
پمپ از یک حسگر رطوبت برای بررسی میزان رطوبت خاک و نیاز 
محصولات مختلف استفاده کردند. این حسگر مقادیر آنالوگ را به 
میکروکنترلر مورد استفاده در سامانه ارسال کرده و میکروکنترلر پس از 
مقایسه این مقادیر با مقدار آستانه، پمپ را روشن یا خاموش خواهد 
کرد. با استفاده از این سامانه، کشاورزان نیازی به آبیاری دستی در 
شرایط آب و هوایی نامناسب و شب ها نخواهند داشت. همچنین 

تلفات آب کاهش و به تبع آن بهره وری آب افزایش خواهد یافت.

• تشخیص نوع سامانه های آبیاری با استفاده از تصاویر ماهواره ای 
و یادگیری عمیق

دانستن نوع سامانه های آبیاری در هر منطقه به صورت یکپارچه 

می تواند در سطح کلان و فراحوضه ای باعث بهبود بهره وری آب با 
اتخاذ سیاست های درخور آن شود. از این رو داشتن اطلاعات و آمار 
بروز و دقیق از این سامانه ها اهمیت ویژه ای دارد. در این عرصه 
نیز با کمک ترکیب تصاویر ماهواره ای و یادگیری ماشین می توان 
اطلاعاتی از نوع سامانه های آبیاری موجود در هر منطقه به دست 
آورد. به عنوان مثال Saraiva و همکاران (2020) در پژوهشی به 
نقشه برداری خودکار سامانه های آبیاری دوار مرکزی50 با استفاده 
از تصاویر ماهواره ای و یادگیری عمیق پرداختند. نتایج آنان نشان 
داد مدل پیاده شده در این تحقیق دقت 99 درصد و بازیابی 88 
درصد برای تشخیص و نقشه برداری سامانه های آبیاری دوار مرکزی 
(سنترپیوت) در منطقه مورد مطالعه (ایالت های گوییاس51 و مینا 

ژِرایس52 در برزیل) را دارا است.

• مدیریت و پایش گیاه و پیش بینی عملکرد
استفاده از روش های مختلف علم داده و یادگیری ماشین برای 
پیش بینی  مانند  متنوعی  حیطه های  شامل  محصولات  مدیریت 
تشخیص  هرز،  علف های  تشخیص  بیماری،  تشخیص  عملکرد، 
محصول و کیفیت محصول است. این روش ها به افزایش بهره وری 
و در نتیجه، درآمد مالی کمک می کند. همچنین علم داده می تواند 
برای ایجاد سامانه های نظارتی محصول استفادهشود. با استفاده از 
حسگرها، پهپادها و ماهواره ها داده های مختلف جمع آوری شده 
که می تواند برای شناسایی زودهنگام مشکلات و انجام اقدامات 
اصلاحی تجزیه و تحلیل شود. این به بهبود عملکرد و جلوگیری 
از تلفات ناشی از آفات یا بیماری ها، کم آبی و کمبود مواد مغذی 
کمک می کند (Virnodkar و همکاران، 2020). با تجزیه و تحلیل 
عملکرد  و  هوایی  و  آب  الگوهای  مورد  در  تاریخی  داده های 
که  دهند  توسعه  را  مدل هایی  می توانند  محققین  محصولات، 
بتوانند پیش بینی کنند وضعیت یک محصول خاص در آینده تحت 
شرایط مختلف چگونه خواهد بود (Kouadio و همکاران، 2018؛ 
Pourmohammadali و همکاران، 2019؛ Khosla و همکاران، 
2020؛  Alibabaei و همکاران، 2021؛ Cedric و همکاران، 2022). 
این اطلاعات می تواند به کشاورزان کمک کند تا در مورد کاشت 

نوع محصول و زمان برداشت آن به درستی تصمیم گیری کنند. 

• تعیین الگوی کشت 
برآورد مساحت محصول به روش سنتی زمان بر، پرهزینه و با احتمال 
خطا و سوگیری انسان است. همچنین برآورد مساحت محصول در 
مزارع شیب دار  و  زمین های صعب العبور  افتاده،  روستاهای دور 
بسیار دشوار است. به منظور غلبه بر این مشکلات، برای برآورد 
سطح محصول می توان از ترکیب فناوری سنجش از دور و یادگیری 
ماشین استفاده کرد. ماهواره های سنجش از دور، تصاویر زمانی، 
سینوپتیکی، چند طیفی و با وضوح چندگانه از پوشش زمین را فراهم 
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می کند و توانایی طبقه بندی محصولات مختلف را ارائه می دهد. 
تاکنون مطالعات متعددی در این زمینه انجام شده است که حاکی 
از دقت خوب این روش ها در تعیین الگوی کشت محصولات است 
(شریفی و همکاران، 1400، باقری، 1401؛  Pan و Zhao، 2018؛ 
Kranjčić و همکاران، 2019؛ Blickensdörfer و همکاران، 2022؛ 
Ghassemi و همکاران، 2022). برای این منظور در فناوری سنجش 
از دور، بازتاب طیفی بررسی شده و گزارشی از سلامت پوشش گیاهی 
به عنوان مثال، ساختار گیاه، رطوبت و محتوای کلروفیل بررسی 
باندهای طیفی مرئی،  راه دور در  از  نوری  می شود. سنسورهای 
NIR53 و SWIR54 کار می کنند. به کمک باندهای مختلف تصاویر 

ماهواره ای می توان شاخص های مختلفی را محاسبه نمود. برخی از 
 LAI57 و GNDVI56 ،NDVI55 پرکاربردترین شاخص ها با عنوان های
شناخته می شوند. شاخص های محاسبه در هر سلول از تصویر که 
عوارض آن متفاوت باشد، مقدار متفاوتی می دهد. همین امر مبنای 
طبقه بندی تصاویر می باشد. نتایج الگوریتم در پژوهش های مختلف 
از باندهای تصاویر ماهواره ای و یا شاخص اختلاف گیاهی نرمال شده 
(NDVI) به عنوان ورودی و محدوده های داده برداری شده با کلاس 
 Gumma 2022؛ ،Patel و Hudait) یا طبقه معین به دست می آیند

 .(2019 ،Parida و Ranjan و همکاران، 2022؛

• سایر کاربردهای علم داده در حوزه مدیریت آب کشاورزی
استفاده از یادگیری ماشین در حوزه مدیریت آب تنها معطوف به 
موارد ذکر شده نبوده و در بخش های دیگری نیز استفاده می شود. 
به عنوان مثال می توان به پایش و پیش بینی خشکسالی، تغییرات 

اقلیمی، سطح آب های زیرزمینی و... اشاره کرد.
خشکسالی یکی از پیچیده ترین بلایای طبیعی است که شناسایی، 
 ،Mishra  و Aadhar) پیش بینی و کاهش آن اغلب دشوار است
پایش  منظور  به  مختلفی  شاخص های  این،  بر  علاوه   .(2017
به  آن ها  وابستگی  علت  به  که  است  شده  ارائه  خشکسالی 
اندازه گیری های زمینی مانند اندازه گیری دما و بارندگی، برای نشان 
دادن توزیع مکانی دقیق در مقیاس بزرگ مناسب نیستند. امروزه 
روش های سنجش از دور با پوشش یک منطقه جغرافیایی بزرگ 
که برای پایش خشکسالی مناسب تر از روش مبتنی بر زمین است، 
کاربرد گسترده تری پیدا کرده اند (Prodhan و همکاران، 2021). 
اطلاعات دقیق و کامل خشکسالی با سیستم پایش مناسب در 
آشکار ساختن ماهیت پیچیده خشکسالی و عوامل مرتبط با آن 
بسیار مهم است. بسیاری از شاخص های خشکسالی برای توصیف 
خشکسالی کشاورزی، با تکیه بر داده های آب و هوایی یا عوامل 
ایجاد شده اند (Feng و  از راه دور  مختلف خشکسالی سنجش 
همکاران، 2019). چندین شاخص خشکسالی سنجش از دور (بیش 
از  160 شاخص) از جمله شاخص تغییرات پوشش گیاهی نرمال 
شده (NDVI)، شاخص وضعیت پوشش گیاهی (VCI58)، شاخص 

وضعیت رطوبتی خاک (SMCI59) و … وجود دارند.  می توان گفت 
در بحث خشکسالی، چالش اصلی این است که این شاخص ها قادر 
به  نیستند؛ زیرا شرایط خشکسالی  انعکاس صحیح اطلاعات  به 
عوامل متعددی مرتبط است. در نتیجه، شاخص های خشکسالی 
منفرد اطلاعات پیچیده خشکسالی را نشان نمی دهند و لازم است 
که ترکیبی از شاخص ها مورد بررسی قرار گیرند. به همین علت 
مدل های مختلف یادگیری ماشین مانند رگرسیون خطی، سری های 
زمانی، یادگیری عمیق و حتی جنگل های تصادفی به منظور پیدا 
کردن روابط غیرخطی بین علل مختلف خشکسالی استفاده می شود 
( Chen و همکاران، 2012؛ Khadr، 2016؛ Li و همکاران، 2016؛ 

Shen و همکاران، 2019؛ Prodhan و همکاران، 2021).
با  زیرزمینی  از سفره های  بسیاری  تخلیه سریع  نظر گرفتن  در  با 
تغذیه ناچیز، مدیریت مؤثرتر آب به منظور صرفه جویی بهتر آب از 
نظر دستیابی به تولید محصول پایدار مورد نیاز است (El Bilali و 
همکاران، 2022).  در حوزه آب های زیرزمینی به طور معمول از علم 
داده به منظور پایش کمی و کیفی آب های زیرزمینی استفاده می شود. 
به طور کلی مدل های فیزیکی و عددی ابزار اصلی در مدل سازی و 
پیش بینی سطح آب زیرزمینی بوده اند. با این حال، از آنجا که این 
روش ها نیز بر روی ورودی های مختلف تکیه دارند و سازوکارهای 
زیربنایی معمولاً برای درک آن ها بسیار پیچیده هستند، اخیراً از 
روش های مبتنی بر داده استفاده می شود (Azari و همکاران، 2021؛ 
Ahmadi  .(2022 ،Osman و همکاران (2022) در یک مطالعه 
فراتحلیل و مرور سیستماتیک بر روی 197 مطالعه انجام شده در 
سراسر دنیا از سال های 2010 تا 2020، نتیجه گرفتند که روش های 
یادگیری ماشین می توانند با دقت بسیار بالایی سطوح آب زیرزمینی 
را نظارت و پیش بینی کنند. براساس نتایج این پژوهش الگوریتم های 
شبکه عصبی مصنوعی (ANN60) با سهم 53 درصدی در این مطالعات 
بیشترین کاربرد را داشته اند. داده های هواشناسی و هیدرولوژیکی 
عمده داده های هستند که در این حوزه به عنوان متغیرهای ورودی 
 .(2022 ،Osman) به الگوریتم های یادگیری ماشین استفاده می شوند
مدیریت  بحث  در  و  رفته  فراتر  نیز  مزرعه  حوزه  از  داده  علم 
گلخانه ها نقش بسزایی ایفا می کند. این فناوری علاوه بر تسهیل و 
بهبود روش های آبیاری گلخانه ها می تواند در زمینه پایش و کنترل 
اقلیم گلخانه ها که تحت عنوان خرداقلیم61 نیز دسته بندی می شوند 
نقش بسزایی ایفا کند. مطالعه Chen و همکاران (2022) نشان 
داد که سامانه های کنترل هوشمند گلخانه ها62 می تواند در مقایسه 
با روش های سنتی به میزان 66/8 درصد به صرفه جویی در مصرف 

آب و انرژی دست یابد. 
مدل های یادگیری ماشین در پیش بینی تولید گازهای گلخانه ای تولید 
شده در مزارع نیز به خوبی عمل کرده اند. Hamrani و همکاران 
(2020) در مطالعه ای با استفاده از شبکه های عصبی عمیق توانستند 
با دقت بالایی نیتروژن اکسید و کربن دی اکسید حاصل از فعالیت های 
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کشاورزی را پیش بینی کنند. این موضوع با توجه به نقش پر رنگ 
گازهای گلخانه ای در تغییرات اقلیمی بسیار حائز اهمیت است. 

همان طور که پیش تر اشاره شد هدف این پژوهش بررسی مهم ترین 
کاربردهای علم داده در حوزه مدیریت آب کشاورزی است و واضح 
است که این فناوری به شکل های دیگری نیز می تواند استفاده شود.

سامانه های توسعه یافته

مرحله انتهایی چرخه کریسپ فاز توسعه بود که به طور معمول به 
توسعه یک نرم افزار کاربردی ختم می شود. در این بخش به برخی 
از مطالعاتی پرداخته می شود که به طور خاص نتیجه کار آن ها 
به توسعه یک سامانه  ختم شده است. برای بهره برداری مؤثر و 
بهینه از آب در مزرعه، توسعه سامانه های آبیاری هوشمند مبتنی بر 
پیش بینی الگوی رطوبتی خاک مزرعه و اطلاعات بارش روزهای  آتی 
ضروری است. برای پیش بینی رطوبت خاک می توان از الگوریتم های 
مربوط به یادگیری ماشین بهره گرفت (Goap و همکاران، 2018). 
تمامی اطلاعات ذکر شده را می توان با توسعه یک پورتال وب به 
برای  شامل خدماتی  باید  پورتال  این  کرد.  مشاهده  آنی  صورت 
جمع آوری داده های حسگر میدانی، سرویس جمع آوری اطلاعات 
هواشناسی در دسترس موجود در اینترنت، سرویس  برای کنترل پمپ 
آب، الگوریتم های پیش بینی رطوبت خاک و ناظر بر مزرعه در هر 
لحظه باشد.  Goap و همکاران (2018) با استفاده از این اطلاعات 
به توسعه یک نرم افزار تحت وب پرداختند. ایشان در این نرم افزار 
با استفاده از الگوریتم های ترکیبی (ترکیب الگوریتم های SVR و 
K-means)  یادگیری ماشین توانستند با دقت خوبی (بیش از 96 
درصد) رطوبت خاک را پیش بینی کنند. با این وجود این سامانه 
تحت وب به صورت محلی63 در دسترس بوده و جنبه استفاده 
عمومی تا زمان نگارش این پژوهش پیدا نکرده است. نمایی از این 

نرم افزار در شکل (16) نشان داده شده است. 

 

شکل 16- بخشی از نرم افزار تحت وب پایش رطوبت خاک و برنامه ریزی 
زمان آبیاری (Goap و همکاران، 2018)

Gong و همکاران (2022) با ترکیب داده های مختلف گذشته (شامل 
داده های قدیمی هواشناسی و آبیاری)، حال (داده های حسگرها) و 
آینده (پیش بینی هواشناسی) به طراحی یک سامانه هوشمند آبیاری 
پرداختند. نتایج ایشان نشان داد که این سامانه می تواند باعث بهبود 
چشم گیر راندمان ذخیره آب شود. در این مطالعه نیز یک نرم افزار 
تلفن همراه ارائه شده است که کاربر می تواند به وسیله آن آبیاری را 

به صورت دستی و یا هوشمند انجام دهد (شکل 17). 

شکل 17- نرم افزار تلفن همراه آبیاری هوشمند (Gong و همکاران، 2022)

به طورکلی در این زمینه مطالعات متعددی انجام شده است که برخی 
از آن ها برای سایر محیط های کشت مانند گلخانه ها نیز ارائه شده اند 
(Nie و همکاران، 2018؛ Chang و همکاران، 2019؛ Moghadas و 
همکاران، 2019؛ Muñoz و همکاران، 2020). برخی از مطالعات 
مباحث اقتصادی در زمینه کشاورزی را نیز در نظر گرفته اند. به 
عنوان مثال  64Nutrient ROI calculator یک سامانه تعیین بازده 
سرمایه گذاری در کشاورزی است که هدف آن کمک به کشاورزان 
 Sinha 2019؛ ،Lindemann) در بهینه سازی عملکرد و درآمد است
و Dhanalakshmi، 2022). در واقع کشاورزان می توانند با استفاده 
از پیش بینی های این سامانه، راهبرد های دقیق تری برای کاربرد کود 
ایجاد کنند و در نتیجه سود حاصل از نهاده های مزرعه را بهینه کنند 
و بنابراین می توانند سودآوری خود را افزایش دهند (شکل 18). پروژه 
دیگری تحت عنوان OpenIot به منظور بررسی شرایط مختلف برای 
کشت گندم توسعه یافته است. این بستر به کشاورزان کمک می کند 
تا زمان برداشت، زمان آبیاری و مواد مغذی مورد نیاز برای رشد 

گیاهان را پیش بینی کنند (Bhagat و همکاران، 2019).
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برخی مطالعات نیز مانند پروژه SWAMP65 در حال توسعه یک 
مفهوم یا به عبارت دیگر معماری مناسب سامانه آبیاری هوشمند با 
دقت بالا برای کشاورزی هستند (Kamienski و همکاران، 2019). 
با این حال بر اساس نتایج جستجوهای انجام شده تا زمان نگارش این 
پژوهش، هنوز موضوع استفاده از یادگیری ماشین در زمینه مدیریت 
آب کشاورزی به گونه ای فراگیر نشده است که در مقیاس اجرایی و 
در دستان کشاورز مورد بهره قرار گیرد. در واقع اکثر مطالعات در فاز 
مطالعه باقی مانده و در سطح کلان استفاده نشده اند. همین امر 

نشان دهنده ظرفیت های بالقوه موجود فراوان در این حوزه است.

 
Nutrient ROI calculator شکل 18- نمایی از نرم افزار

نتیجه گیری کلی

به طور کلی، هدف علم داده بهینه سازی عملکرد یک کار، از طریق 
بهره برداری از مثال ها یا تجربه های گذشته است. به طور خاص، 
یادگیری ماشین می تواند روابط کارآمدی بین داده های ورودی ایجاد 
و از آن ها به بینش و الگوی جدیدی برسد. الگوریتم های یادگیری 
ماشین قادر هستند روابط غیرخطی بین داده ها را کشف و مدل سازی 
کنند. نتایج مطالعات مختلف نشان می دهد که علم داده و یادگیری 
ماشین قدرت کافی در زمینه برآورد و پیش بینی شاخص های مختلف 
در حوزه کشاورزی را دارا هستند. بر این اساس استفاده از علم داده 
در بخش کشاورزی، علی   الخصوص در حوزه آب کشاورزی بسیار 
کمک کننده خواهد بود. طبق جستجوهای انجام شده در پژوهش 
حاضر، تمرکز پژوهشگران بیشتر در موضوعات تعیین تبخیر-تعرق 

گیاه، پیش بینی عملکرد و تعیین کیفیت آب بوده است. در ایران نیز 
در سال های اخیر توجه محققین حوزه مهندسی آب به کاربرد علم 
داده جلب شده است. در بین کل مطالعات انجام شده این حوزه 
در جهان بین سال های 2018 تا 2020، ایران سهم 5/62 درصدی بین 
این مطالعات داشته است. در کل مطالعات انجام شده در این حوزه 
استفاده از داده های آب و هوا کاربرد بیشتری دارد که این موضوع 
می تواند به طور ضمنی به اهمیت برآورد تبخیر-تعرق در مدیریت 

آب کشاورزی اشاره داشته باشد. 

رهیافت ترویجی

استفاده از علم داده در کشاورزی مزایای زیادی دارد، اما بالتبّع 
هر فناوری نوظهوری می تواند با مشکلاتی روبرو باشد. برخی از 
مشکلات موجود در استفاده از علم داده در حوزه مدیریت آب 

می تواند شامل موارد زیر باشد:
1- مشکلات مربوط به داده ها: در برخی مناطق کشاورزی، داده های 
دقیق و کافی ممکن است موجود نباشد. این کمبود داده می تواند به 
کارآمدی مدل های پیش بینی و تحلیل های داده محور آسیب برساند. 
از سوی دیگر حجم بالای داده های جمع آوری شده از حسگرها 
و دستگاه های مختلف ممکن است باعث پیچیدگی در مدیریت، 

ذخیره سازی، و پردازش این داده ها شود.
تعدد  و  آب  مدیریت  حوزه  مختلف  فرآیندهای  پیچیدگی   -2
پارامترها: عوامل متعددی در فرآیندهای کشاورزی درگیر هستند که 
ممکن است باعث افزایش پیچیدگی مدل ها و تحلیل ها شود. این 
پیچیدگی ممکن است باعث کاهش تفسیرپذیری مدل ها شود. از 
طرف دیگر تدوین مدل های دقیق و قابل اعتماد برای پیش بینی ها 
و تحلیل ها ممکن است دشوار باشد، به خصوص زمانی که داده های 

ناقص وجود داشته باشد.
3- هزینه های پیاده سازی: پیاده سازی فناوری های علم داده گاهاً 
می تواند نیازمند سرمایه گذاری هزینه بر باشد. این هزینه ها می توانند 
شامل هزینه تهیه داده، ابزار و رایانه باشند. در بعضی از مناطق، 
زیرساخت های فنی برای ارتباطات اینترنتی و پردازش داده ها به اندازه 
کافی توسعه یافته نیستند که می تواند استفاده از علم داده را با 

چالش روبرو کند.
4- تخصص: نباید فراموش کرد که ساخت و پیاده سازی مدل های 
یادگیری ماشین و سامانه های مبتنی بر اینترنت اشیاء می تواند به 
دانش و منابع تخصصی نیاز داشته باشد که ممکن است به راحتی در 
بخش کشاورزی در دسترس نباشد.  این امر می تواند استفاده از این 

فناوری ها را برای کشاورزان و سایر ذی نفعان دشوار کند.
و  آن ها در طراحی  به  توجه  و  این محدودیت ها  از  دقیق  درک 
پیاده سازی مفاهیم علم داده در حوزه علوم و مهندسی آب، می تواند 
کمک کند تا به چالش ها پاسخ داده شود و بهبودهای مؤثری در این 

دلباز، ر. و حامد ابراهیمیان، ح.مروری بر کاربرد علم داده و یادگیری ماشین در مدیریت آب کشاورزی
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زمینه ایجاد شود. برای حل این مشکلات، لازم است تا سیاستمداران، 
محققین، و کشاورزان با همکاری یکدیگر، راهکارهایی را ارائه کنند 
که بتوانند از مزایای علم داده بهینه استفاده کنند و در عین حال 
به چالش ها و مشکلات موجود پاسخ دهند. به طور کلی، توسعه 
نرم افزارهایی که به صراحت پیرامون راه حل های مبتنی بر یادگیری 
ماشین و اینترنت اشیا طراحی شده اند، نیازمند سرمایه گذاری قابل 
توجهی است که ممکن است برای کشاورزان خرده مالک که به 
منابع بیشتری برای حمایت مالی از این طرح ها نیاز دارند، بسیار 
پرهزینه باشد. خوشبختانه، راه های مختلفی وجود دارد که می توان 
این موانع را از طریق سیستم های ابری با ارائه سکو های دسترسی 
باز که در آن کاربران می توانند مجموعه داده های خود را بارگذاری 
کنند، بینش های خود را به اشتراک بگذارند، و در پروژه های تحقیقاتی 

همکاری کنند، برطرف کرد. 
با این حال با توجه به نوظهور بودن این فناوری، هنوز خلاء های 
مطالعاتی در این حوزه وجود دارد که انتظار می رود در آینده نظر 
محققین به آن ها جلب شود. به عنوان مثال می توان به کاربرد کمتر 
علم داده در بررسی تأثیرات زیست محیطی فعالیت های کشاورزی، 
جدید  الگوریتم های  توسعه  فعلی،  الگوریتم های  کردن  بهینه   تر 
مناسب  تر و همچنین تبدیل الگوریتم ها به سامانه های کاربردی در 
حوزه کشاورزی اشاره کرد. می توان از الگوریتم های یادگیری ماشین 
برای پیش بینی عملکرد محصول، قیمت ها و سایر روندهای کشاورزی 
آتی استفاده کرد. پیش بینی های کشاورزی می تواند برای تصمیم گیری 
در مورد راهبرد های کاشت، برداشت و بازاریابی استفاده شود. از 
طرف دیگر می تواند به کشاورزان و کسب وکارهای کشاورزی در 
پیش بینی الگوهای آب وهوا و برنامه ریزی برای بلایای طبیعی نیز 
کمک کند. این باعث می شود که آنها به ویژه برای پیش بینی های 
بلندمدت نیز مناسب باشند. کاربردهای بالقوه زیادی برای پیش بینی 
کشاورزی وجود دارد؛ از جمله کمک به کشاورزان برای تصمیم گیری 
در مورد بهترین زمان کاشت یا برداشت محصولات خود، حمایت 
از مشاغل کشاورزی در تصمیم گیری در مورد قیمت گذاری و در 
دسترس بودن محصول و اطلاع رسانی سیاست های دولت که از بخش 
کشاورزی حمایت می کنند. این موضوع می تواند در امر پیاده سازی 
الگوی کشت مناسب در مقیاس کشور نیز بسیار حائز اهمیت باشد.

پی نوشت ها

1-Food and Agriculture Organization
2-Data Science                   3-Machine learning
4-Cleveland                          5-Artificial Intelligence (AI)
6-Deep learning                  7-Training data

 8-Big Data                          9-Entities
10-Attributes                      11-Analytics record

12-Data set                         13-Numeric
14-Nominal                        15-Ordinal
16-Extensible Markup Language
17-CRISP-DM                    18-Supervised Learning
19-Un supervised Learning
20-Semi-supervised Learning
21-Classification                  22-Regression
 23-Parameterized mathematical model
24-Multiple linear regression
 25-K-Nearest Neighbors     26-Euclidean
 27-Manhattan                     28-Minkowski
29-Hamming                           30-Support Vector Machine
31-Lazy learning algorithm        32-Hyper plane
33-Margin maximization     34-Iterative Dichotomiser 3
35-Clustering                        36-Dimensionality Reduction
37-Anomaly Detection     38-K-means
39-DBSCAN                     40-Mean-shift
41-Generative Methods     42-Graph Based Methods
43-Heuristic Based Methods    44-Science Direct
45-https://mjl.clarivate.com/; Web of Science
46-sciencedirect.com         47-Meta-Analysis
48-Label                            49-Internet of things
50-Center pivot                 51-Goiás
52-Minas Gerais                53-Near infrared
54-shortwave infrared
55-Normalized Difference Vegetation Index
56-Green Normalized Difference Vegetation Index
57-Leaf area index        58-Vegetation condition index
59-Soil Moisture Condition Index
60-Artificial neural network      61-Microclimate
62-Smart microclimate-control system
63-Local                        64-return on investment
65-Smart water management platform
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