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Introduction1 

Detection of tree leaf diseases plays a crucial role in the horticultural field. These diseases can originate from 
viruses, bacteria, fungi, and other pathogens. If proper attention is not given, these diseases can drastically affect 
trees, reducing both the quality and quantity of yields. Due to the importance of quince in Iran's export market, 
its diseases can cause significant economic losses to the country. Therefore, if leaf diseases can be automatically 
identified, appropriate actions can be taken in advance to mitigate these losses. Traditionally, the identification 
and detection of tree diseases rely on experts' naked-eye observations. However, the physical condition of the 
expert such as eyesight, fatigue, and work pressure can affect their decision-making capability. Today, deep 
convolutional neural networks (DCNNs), a novel approach to image classification, have become the most crucial 
detection method. DCNNs improve detection or classification accuracy by developing machine-learning models 
with many hidden layers to extract optimal features. This approach has significantly enhanced the classification 
and identification of diseases affecting plants and trees. This study employs a novel CNN algorithm alongside 
two pre-trained models to effectively identify and classify various types of quince diseases. 

Materials and Methods 

Images of healthy and diseased leaves were acquired from several databases. The majority of these images 
were sourced from the Agricultural Research Center of Isfahan Province in Iran, supplemented by contributions 
from researchers who had previously studied in this field. Other supporting datasets were obtained from internet 
sources. This study incorporated a total of 1,600 images, which included 390 images of fire blight, 384 images of 
leaf blight, 406 images of powdery mildew, and 420 images of healthy leaves. Of all the images obtained, 70%, 
20%, and 10% were randomly selected for the network's training, validation, and testing, respectively. Image 
flipping, rotation, and zooming were applied to augment the training dataset. In this research, a proposed 
convolutional neural network (CNN) combined with image processing was developed to classify quince leaf 
diseases into four distinct classes. Three CNN models, including Inception-ResNet-v2, ResNet-101, and our 
proposed CNN model, were investigated, and their performances were compared using essential indices 
including precision, sensitivity, F1-score, and accuracy. To optimize the models’ performance, the impact of 
dropout with a 50% probability and the number of neurons in the hidden layers were examined. Our proposed 
CNN model consists of an architecture with four convolutional layers, with 224 × 224 RGB images as input to 
the first layer, which has 16 filters, followed by additional convolutional layers with 32, 64, and 128 filters 
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respectively. Activation functions of ReLU combined with max-pooling were used at each convolutional layer, 
and Softmax activation was applied in the last layer of the neural network to convert the output into a probability 
distribution. 

Results and Discussion 

Three confusion matrices based on the test dataset were constructed for all the CNN models to compare and 
evaluate the performance of the classifiers. The indices obtained from the confusion matrices indicated that 
Inception-ResNet-v2 and ResNet-101 achieved accuracies of 79% and 72%, respectively. While all models 
exhibited promising efficiency in classifying leaf diseases, the proposed shallow CNN model stood out with an 
impressive accuracy of 91%, marking it as the most effective solution. The comprehensive results indicate that 
the optimized CNN model, featuring four convolutional layers, one hidden layer with 64 neurons, and a dropout 
rate of 0.5, outperformed the transfer learning models. 

 

Conclusion 

The findings of this study demonstrate that our developed proposed CNN model provides a high-performance 
solution for the rapid identification of quince leaf diseases. It excels in real-time detection and monitoring, 
achieving remarkable accuracy. Notably, it can identify fire blight and powdery mildew with a precision 
exceeding 95%. 

Keywords: Confusion matrix, Convolutional neural network, Fire blight, Leaf blight, Powdery mildew  
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درخت  مختلف برگی هایبیماری ویژه یادگیری عمیق در تشخیص سازی الگوریتمتوسعه و بهینه

 بهِ

 

 2، جعفر امیری پریان*2، حسین باقرپور4امین نادری بنی

 12/21/2021 تاریخ دریافت:
 20/20/2021 تاریخ پذیرش:

 چکیده

 اقتصتادی یهتاآنچترا هته زی استت ضروری درختان شیدر پا هاآن ییو شناساباشد می باغدارانعمده  یهایاز نگران یکدرخت بِه ی هایبیماری
شتتر دارد. بی اقتصتادی ضترر این از جلوگیری در مهمی نقش درختان بِه، برگی هایبیماری موثر و موقعبه تشخیص رو، این از .هندوارد می توجهیقابل

بتاییی  یشتگاهیآزماو هزینته بوده بر خبره داشته و از طرفی زمانمتخصصان  نیاز به هاآن صیتشخو  شودیم ظاهردر برگ ی این درخت ماریعلائم ب
های عصتبی مصنوعی، شبکه های هوشپودری است. با پیشرفت الگوریتم برگ و سفیدک های این محصول شامل آتشک، زخمترین بیماریاصلی .دارد

های عصبی پیچشی )هانولوشنی( اشاره هرد. هتد  اصتلی ایتن معالعته توان به شبکهمی هاآنترین اند هه از مهمبندی معرفی شدهمختلفی برای طبقه
اشد. در این معالعه در رویکرد اول با بهای برگی درخت بِه میمنظور افزایش دقت تشخیص بیماریها بهسازی و تنظیم پارامترهای اصلی این شبکهبهینه

شده پیشتنهادی بترای و در رویکرد دوم یک الگوریتم بهینه ResNet-101و  Inception-ResNet-v2دو الگوریتم مهم  استفاده از یادگیری انتقالی،
نتورون در  40ها گردید و بیشترین عملکرد بتا لها نشان داد هه حذ  تصادفی باعث اصلاح دقت بعضی مدها استفاده شد. نتایج مدلبندی بیماریطبقه

در ییه مخفی حاصل گردید. مدل پیشنهادی دقت بایتری نسبت به روش انتقالی داشت. با بررسی نتایج هلی، مدل پبشنهادی بتا چهتار ییته پیچشتی 
 ارایه داد.  بیشترین عملکرد را  5/2اوت بلوک هانولوشنی، یک ییه مخفی در بلوک شبکه عصبی و ضریب دراپ

 
 شبکه عصبی پیچشی، ماتریس اغتشاش سفیدک پودری،  ،زخم برگبیماری آتشک،  :های کلیدیواژه

 

    1مقدمه

 است هته Cydonia جنس از و Rosaceae خانواده از11درخت بِه
 ترهمنستتان و ایتران بتومی و دارد Vulgaris نتام بتا گونته یک تنها
 1212 ستال در جهتانی بتار و خوار سازمان آمارنامه براساس. باشدمی

سرتاستر  در بِتهمیوه  تولیدی محصول تن 406641 مقدار از میلادی،
ترتیتب هشتورهای است هه به آسیا قاره در آن درصد 0/40 حدود دنیا

های اول تتا پتن م ترهیه، چین، ازبکستان، ایتران و متراهش در رتبته

                                                           
دانش وی دهتری، گروه مهندسی بیوسیستم، دانشکده هشاورزی، دانشگاه بوعلی  -2

 سینا، همدان، ایران

علی ستینا، استادیار، گروه مهندسی بیوسیستم، دانشکده هشتاورزی، دانشتگاه بتو -1
 همدان، ایران

  (Email: h.bagherpour@basu.ac.ir:               نویسنده مسئول -)*

 https://doi.org/10.22067/jam.2024.88013.1248 
3- Quince 

 و بوده مغذی مواد از سرشار ،بِه (. میوهFAO, 2021جهان قرار دارند )
 آهتن، پروتئین، فیبر، حاوی است. این میوه پایینی بسیار هالری دارای
 یتا B1 ویتتامین ،B6 ویتتامین پتاستیم، منیتزیم، هربوهیدرات، مس،
دارای ارزش غذایی بای و  بِهبنابراین، میوه . است Cویتامین  و تیامین
 هاآند نیاز بدن انسها، املاح و فیبر مورهننده بسیاری از ویتامینتامین

 است و توجه به پرورش و تولید این محصول بسیار حائز اهمیت استت

(Al-Zughbi & Krayem, 2022.)  

های برگتی و عتدم وجود بیماری ،یکی از مشکلات تولید میوه بِه
 زیتاد مقیاس در اغلب برگی هایاست. بیماری هاآنموقع تشخیص به

 تیتفیهتاهش عملکترد و ه باعتث توانتدمی و دهدمی رخ درختان در
به باغداران  وجهیتقابل اقتصادی یهاآنزی و در نتی ه دنشو محصول
برگتی  هتایبیماری متوثر و موقعبه تشخیص رو،این هنند. ازوارد می

 دارد اقتصتتادی ضتترر ایتتن از جلتتوگیری در مهمتتی درختتتان نقتتش

(Saygili, Aysan, Mirik, & Sahin, 2004; Sujatha, 
Chatterjee, Jhanjhi, & Brohi, 2021; Joshi, Kaushik, 

 هاي کشاورزينشریه ماشين
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Dutta, Srivastava, & Choudhary, 2021) .و  تتترینمهتتم از
متواردی ماننتد  بته تتوانمی درختت بِته برگی هایترین بیماریرایج

 اشتاره 1سفیدک پودری و بیماری 1برگ زخم ، بیماری2آتشک بیماری
هتا سوختگی برگ، میوه، شکوفه، و شتاخهآتشک باعث  بیماری .نمود
باشند، بته برگ هه اغلب ناشی از قارچ می زخم هایگردد. بیماریمی

گتردد و بیمتاری روی برگ ظتاهر میای قهوهنامنظم های لکهشکل 
 جتوان هتایبرگ روی سفید هایپودری نیز باعث ای اد لکهسفیدک 

پوشتتانند می را بترگ هتتل و یابنتدمی گستتترش تتدریجهشتود و بتتمی
(Harteveld, Akinsanmi, & Drenth, 2013; Bradshaw, 

Braun, Götz, & Jurick, 2022).  
 بتا مزارع و باغاتها در یماریآفات و ب صیتشخ ،یبصر در روش

 نیتشتود. ایم شناسایی وهیم ایلائم در برگ فرد متخصص، ع یابیارز
 یمولکتول یولتو یب ایت یکروستکوپیم یهاروشتوان با یرا م یابیارز
هتوا  یبا به دام انداختن اسپور قارچ زیزودهنگام ن صیهرد. تشخ دییتا

 ریتزش میتزان نیتیو تع ییو شناسا رفعالیا غی یح م یهاتوسط تله
البتته ایتن عملیتات ختود  .گترددان ام می برگ زودرس و حد از بیش

نیازمند متخصصی است هه بتواند از طریق ارزیابی ظاهری یتا ان تام 
و بر زمانتواند آزمایش عملیات شناسایی را ان ام دهد هه در نتی ه می

 ,Ali, Bachik, Muhadi,Yusof, & Gomesبر باشتتد )هزینتته

هتای توانتد در تشتخیص بیماری(. استفاده از ماشین بینایی می2019
برگی درختان و گیاهان مفید باشد؛ چرا هه دارای دقت و سرعت بای و 

 & ,Hosainpour, Kheiralipour, Nadimi)باشد هزینه پایین می

Paliwal, 2022; Kheiralipour, Nadimi, & Paliwal, 2022; 
Farokhzad, Modaress Motlagh, Ahmadi Moghaddam, 

), 2024Jalali Honarmand, & Kheiralipour 

 ویژگی صیتشخعملیات  های مرتبط با ماشین بینایی،در پژوهش
هتا یژگتیودر روش اول استتخرا  شود: یم میتقس یبه دو دسته اصل

شتود و در توسط افراد متخصص در حوزه پتردازش تصتویر ان تام می
. قیتعم هتای پیچشتی )هانولوشتنی( ییتهروش دوم به همک شبکه
تتا  آمتده بتر استاس ت ربتهدستهب یهایژگیوهرچند در حالت اول، 
 ییممکن استت توانتا هاآنحال  نیبا ا گی دارند،سادحدودی خاصیت 
در حال  طیمح کیها را در یژگیو زیو تما یی یا مفهومیاستخرا  معنا

 پتذیری ختوبی ندارنتدو از طرفتی قابلیتت تعمیم نداشته باشتند رییتغ

(Chen, Dewi, Huang, & Caraka, 2020; Dawod & Dobre 

 یدست یهایژگیمشکل استخرا  و قیعم یریادگی یهامدل .(2022
 شناستاییمختلت   یطتور گستترده در هاربردهتابته و اندهردهرا حل 

پذیری بتایتری و قابلیت تعمیم شوندیمحصول استفاده م یهایماریب
 ,Jiang, Lu, Chen, CAI, & Li, 2020; Lu, Zeng, Liu) دارنتد

& Zhang, 2021)  

                                                           
1- Fire Blight 

2- Leaf Blight 

3- Powdery Mildew 

با بررسی منابع علمی تحقیقات زیادی در زمینه تشخیص بیماری 
 ,Miranda) همکتاران گیاهان و درختان ان ام گرفته است. میراندا و

Gerardo, & Tanguilig, 2014و  استتتخرا  تشتتخیص، ( بتترای
 پتردازش مختلت  هتایبترنج از تکنیک مزارع در آفات تراهم تخمین
 ,Hossain) همکاران و سامانه خودهار استفاده هردند. حسین و تصویر

Mou, Hasan, Chakraborty, & Razzak, 2018) برای یانهاسام 
 هننتدهبندیالگتوریتم طبقه از ارائه هردنتد هته در آن پردازش تصویر

 ستالم از بیمار هایشناسایی برگ برای (0SVM) پشتیبان بردار ماشین
 ,.Qin et al) همکتاران هتین و .استتفاده هردنتد هتاآن بندیطبقه و

 بیماری تشخیص و تصاویر بندیدسته برای عملی حلراه ( یک2016
 SVM الگتوریتم همتک به تحقیق این در دادند. پیشنهاد یون ه برگ
شناستایی و  درصتد 00/60 متوستط دقت با یون ه برگ بیماری چهار
 (Rothe & Kshirsagar, 2015همکتاران ) و بندی شدند. روتطبقه
 بیمتاری سته بنتدیطبقه و شناسایی برای الگو تشخیص سیستم یک
 از شتدهگرفتته هتایداده م موعه از استفاده با. هردند ارائه پنبه برگ
 تصتویر بنتدیتقستیم بترای فعتال هتانتور متدل یک طبیعی، تصاویر
 بترای مناستب هتاییویژگتی عنوانبه 5هیو هایمومنت و شد استفاده
 و شتدند استتخرا  تعبیقی فازی عصبی استنتا  سیستم یک آموزش
 و استلام. گردیتد گتزارش درصد 55تشخیصی  سیستم دقت میانگین
 بتتا (Islam, Dinh, Wahid, & Bhowmik, 2017) همکتتاران
 ماشتتین، تشتتخیص یتتادگیری و تصتتویر پتتردازش رویکتترد از استتفاده
 تصتاویر پایگاه از گیریبهره با را زمینیسیب گیاه هایبیماری خودهار

"Plant Village" متدل از استتفاده بتا و هردنتد بررسی SVM بتا و 
 %05متوستط  دقت با را بیماری بندیطبقه تصویر، 122 از بیش تعداد

 SVM-CS متتدل یتتک (Gupta, 2017گوپتتتا ) .هردنتتد گتتزارش
 به های مبتلاحاوی برگ هایداده م موعه از استفاده با را شدهاصلاح
 بترای ستالم، بترگ تصاویر قارچی، باهتریایی و به همراه هایبیماری
 هتایفناوری اخیر توسعه. هردند پیشنهاد بیمار و سالم خشب شناسایی
 من ر تصویر، افزاری در حوزه هامپیوتر و تشخیصافزاری و نرمسخت
 بترای عمیتق یتادگیری در CNN هتایشتبکه از گسترده استفاده به

 استت شده گیاهی هایبیماری تشخیص و تصاویر خودهار بندیطبقه
(, 2019 Chen, Liu, & GAOلتو .) همکتاران و (Lu, Yi, Zeng, 

Liu, & Zhang, 2017) بتترای جدیتتد شناستتایی رویکتترد یتتک 
 4ییته عمیتق هانولوشن عصبی هایشبکه اساس بر برنج هایبیماری

(DCNN) 522 از متشتکل داده م موعته از استتفاده بتا. هردند ارائه 
 برنج، چندین شتبکه سالم و بیمار هایساقه و هابرگ از طبیعی تصویر
CNN بررسی و مقایسته شتدند برنج رایج بیماری 22 شناسایی برای .

                                                           
4- Support vector machine 

5- Hu’s moments 

6- Deep Convolutional neural network 
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 تفکیتک ،%05/05با میتانگین صتحت  توانست هاآنپیشنهادی  مدل
 ,Kawasaki, Uga) همکتاران و هاواستاهی. دهد ان ام را هابیماری

Kagiwada, & Iyatomi, 2015) تشتخیص جدیتد سیستتم یتک 
. هردنتد ارائته هانولوشن عصبی هایشبکه براساس خیار برگ بیماری

 ،%0/00صتحت  متوستطتوانستت بتا  هتاآن CNN مدل پیشتنهادی
 اسلادوویچ. ان ام دهد سالم و بیمار هلاس دو را به خیارها بندیطبقه
 & ,Sladojevic, Arsenovic, Anderla, Culibrk) همکتاران و

Stefanovic, 2016) پیچیتده هایشبکه بر مبتنی جدید رویکرد یک 
 تفکیتک بتا. هردند پیشنهاد گیاهی هایبیماری تشخیص برای عمیق
 گیتاهی هتایبیماری رایتج نتوع 21 اطترا ، محیط از گیاه هایبرگ
 ت ربتی نتایج. شدند شناسایی CNN بر مبتنی پیشنهادی مدل توسط
عملکرد ختوبی  تواندمی CNN بر مبتنی پیشنهادی مدل هه داد نشان

 دقت و حساسیت بتاییی متوسط ها داشته باشد ودر تشخیص بیماری
 & ,Mohanty, Hughes ) همکتتاران و موهتتانتی. شتتد گتتزارش

Salathé, 2016بر مبتنی مدل ( یک CNN گونته 20 شناسایی برای 
 50124 از عمتومی داده م موعته از استفاده با. دادند توسعه محصول
 داده آموزش پیشنهادی مدل سالم، و بیمار گیاهان هایبرگ از تصویر
 Jiang et) همکتاران و جیانگ. آمد دستهب درصد 15/00 دقت و شد

al., 2020) از CNN بترگ بیماری تصویر هایویژگی استخرا  برای 
 و تیتان .هردنتد استفاده آن هایبیماری بینیپیش و بندیطبقه برنج و

 YOLOv3 استاس بتر سیستتمی (Tian et al., 2019) همکتاران
در هنگتام برداشتت  را رستیده میوه سیب توانستمی هه هرد طراحی

 Sunسان و همکاران ) .دهد ای شناسایی و تشخیصصورت لحظههب

et al., 2022عمیق یادگیری شبکه ( از YOLO-v4 شناستایی برای 
 بترای (Dai & Fan, 2022دای و فتن ) .هردند ارائه درختان هایتا 

استتفاده  YOLOv5 از هشتاورزی محصتول بترگ بیماری تشخیص
 هانولوشتن عصتبی هایشتبکه هه دهدمی نشان معالعات این. هردند
 شتده استفاده گیاهی هایبیماری تشخیص زمینه در ایگسترده طوربه

 . هم گزارش شده است خوبی نتایج و است
با توجه به سابقه پژوهش، هرچنتد تحقیقتات مختلفتی در زمینته 

های مختل  سایر محصویت زراعی و بتاغی ان تام تشخیص بیماری
هارگیری هوش مصنوعی بر پایته شتبکه هلی در زمینه بگرفته است، و

های مرستوم درختت بِته منظور تشخیص بیماریعصبی هانولوشنی به
هه بتوان دقتت از طرفی، برای این تاهنون هیچ تحقیقی یافت نگردید.

هتا یتا تصتاویر شبکه را بای برد، یزم است آن شبکه معتابق بتا داده
خوبی آموزش ببیند و تمامی پارامترهتا ههای درخت بِه بمرتبط با برگ

شبکه بر اساس برگ این درخت تنظتیم گردنتد. لتذا هتد  اول ایتن 
هتتارگیری چنتتدین شتتبکه عصتتبی هانولوشتتنی از پتتیش هپتتژوهش، بتت
های مختل  درخت بِه استت. شده برای تشخیص بیماریدیدهآموزش

هد  دوم توسعه یک مدل یادگیری عمیق پیشنهادی با ساختار جدید 

های ح تیم از پتیش ح تم بتا شتبکهاست هه بتواند بتا معمتاری هم
شده رقابت هرده یا حتی بهتر عمل هند. هد  ستوم ایتن دیدهآموزش

های ییه عمیتق پارامترهای اصلی شبکهمعالعه تنعیم یا اصلاح هایپر
و رسیدن به یک مدل بهینه است. در این معالعه سعی گردید هه اثتر 

بندی متورد دو بلوک هانولوشتنی و بلتوک دستتههایپرپارامترهای هر 
 سی قرار گیرند.  ربر

 

 هاروش و مواد

 آوری تصاویرجمع

 از فضای بِه درخت برگی هایبیماری اهثر تصاویر معالعه، این در
مرهز تحقیقتات هشتاورزی  و بدون هنترل دقیق شرایط محیعی از باز

ی بیمتار هتاسپس تصتویر مربتوب بته برگ. تهیه شد استان اصفهان
( بترش داده Adobe Photoshop 2023افتزار فتوشتاپ )نترم توسط

های مربتتوب بتته هتتر بیمتتاری دخیتتره گردیتتد. شتتدند و در پوشتته
 22تلفن همراه شیائومی مدل ردمی نوت  دوربین توسط برداریتصویر

منظور هاهش ح م و مگاپیکسل ان ام شد و به 0پذیری پرو با وضوح
همته با پردازش اولیه،  های ییه عمیق،در شبکه هاآنامکان استفاده 

در این پژوهش سته گتروه  .تبدیل شدند 110×110وضوح  به تصاویر
برگ  زخم بیماری  آتشک، بیماری شامل بِه درخت رایج برگی بیماری

 2422متورد معالعته قترار گرفتنتد. در هتل  پودری سفیدک بیماری و
بیماری زختم  150شک، بیماری آت 102تصویر برگی درخت بِه شامل 

تصتویر بترگ ستالم  012برگ بیماری سفیدک پتودری و  024برگ، 
های بیمار و برگ سالم درخت هایی از برگنمونه 2تهیه شد. در شکل 

های ییه عمیتق در فرآینتد جاهه شبکهآننشان داده شده است. از  بِه
مرهتز  هتایی هته ازآموزش به تصاویر زیادی نیاز دارند، علاوه بر داده

دست آمد، تعدادی نیز از طریتق به تحقیقات هشاورزی استان اصفهان
 و برخی از محققان (Moore, 2022; David, 2023)فضای اینترنت 

های مرتبط با این محصتول هتار ی دیگر هه قبلا در پژوهشهانااست
درجته،  05سپس به همک عملیتات چترخش هرده بودند، تهیه شد و 

نمایی، بازسازی تصاویر م موعه آموزشی عمودی و بزرگ -افقی آینه
هتای (. البته ایتن عملیتات بازستازی بترای داده1ان ام گرفت )شکل 

نیتتز تعتتداد تصتتاویر آمتتوزش،  2آزمتتون ان تتام نگرفتتت. در جتتدول 
برای پیتدا اعتبارسن ی و آزمون مربوب به هر بیماری آوره شده است. 

هتتردن الگتتوریتم و عمومیتتت دادن آن بتته شتترایط مختلتت ، در ایتتن 
های موجود روی درخت در شرایط پژوهش سعی شد بخشی از بیماری

، در آموزش و تستت هاآنواقعی تصویربرداری شوند و سپس با برش 
 برده شدند.   هار بهشبکه 
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d                                c                                     b                                    a 

 ( برگ سالم d)برگ و  لکه ( بیماریc)آتشک،  ( بیماریb) سفیدک پودری بیماری (a)های مختل  برگی درخت بِه، نمونه بیماری -1شکل 
Fig.1. Sample images of Quince leaf diseases (a) Powdery Mildew, (b) Fire Blight, (c) Leaf Blight, and (d) Healthy 

Leaf  

 

 

 درجه  05چرخش  (d)و  نماییبزرگ( c)بازسازی توسط عملیات آینه هردن افقی و عمودی،  (b) ،تصویر اصلی (a)تصاویر،  بازسازی -2شکل 
Fig.2. Augmentation of (a) original image using (b) horizontal and vertical flips, (c) zoom in, and (d) 45-degree rotation  

 
 CNNهای شبکه در هاداده آزمون و اعتبارسن ی آموزش، جهت 5:2:2 نسبت به هاداده بندیتقسیم -1 جدول

Table 1- Number of train, validation, and test data sets for training of CNN networks  

  تعداد تصاویر آزمون

Number of test 
images 

 تعداد تصاویر ارزیابی 

Number of 
validation images 

after augmentation 

تعداد تصاویر آموزشی بعد از 
 بازسازی

Number of training images 
after augmentation 

 تعداد کل تصاویر

Total number of 
images 

 بیماری برگ

Leaf diseases 

 سفیدک پودری بیماری 390       1248 156 39
Powdery Mildew 

 برگ زخم بیماری 384       1229 154 39
Leaf Blight 

 آتشک بیماری    406       1299 164 40
Fire Blight 

 برگ سالم     420       1344 168 42
Healthy Leaf 

 

 های عصبی کانولوشن شبکه

منظور بررسی دقیق قابلیت شبکه پیشتنهادی و در این پژوهش به
هتا مختلت  از دو روش توسعه الگوریتم مناسب در تشتخیص بیماری

، قابلیت 2انتقالیاستفاده شد. در روش اول با استفاده از روش یادگیری 
در  ResNet-101و  Inception-ResNet-v2دو متتتتدل مشتتتتهور 

های درخت بِه در چهار بندی بیماریمنظور دستهها بهتشخیص ویژگی

                                                           
1- Transfer Learning 

b 

d 

a 

c 
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های انتقتالی در مقایسته بتا مختل  بررستی گردیتد. ایتن متدلطبقه 
انتد و از محبوبیتت های دیگر قابلیتت ختوبی از ختود نشتان دادهمدل

(. He, Zhang, Ren, & Sun, 2016هستتتند )بتتاییی برختتوردار 
 1های یادگیری انتقتالی در شتکل ساختار هلی و نحوه استفاده از مدل

ه شده است. در روش دوم یتک متدل پیشتنهادی یتادگیری نشان داد
ستازی استتفاده گردیتد. در متدل هتا و متدلعمیق برای آموزش داده

، اثر هایپرپارامترهای مهم ماننتد سازی مدلمنظور بهینهپیشنهادی، به
هتا، تعتداد های هانولوشن و ادغام، تعداد فیلترهتا یتا هرنتلتعداد ییه

، اثر حذ  تصادفی بررستی هاآنهای ورونهای شبکه عصبی و نییه
افزار متلب پردازش تصاویر در محیط نرمو تحلیل گردید. عملیات پیش

افزار پتایتون ان ام و هدهای شبکه عصبی هانولوشن نیز در محیط نرم
هتا بته محتیط نوشته شد. برای امکان دسترسی به تصاویر، ابتتدا داده
 شیاز پتت هامتتدل گوگتتل درایتتو منتقتتل گردیتتد. آمتتوزش همتته

بتتا  Colab2 محتتیط در یشتتنهادیو متتدل پ CNN شتتدهدهیتتدآموزش
 ان ام شد. Kerasو هتابخانه  Python 3.6افزار استفاده از نرم

 

 ResNet-101مدل 
 ResNet-101  یک معماری شبکه عصبی پیچشی عمیق است
باشد و از مانده( میهای باقی)شبکه ResNet هه بخشی از خانواده

های یادگیری مانده، رویکردی نوآورانه در مدلیادگیری باقیطریق 
ها در عمیق ارائه هرده است. این شبکه مشکل ناپدید شدن گرادیان

مانده حل های بسیار عمیق را با استفاده از اتصایت باقیشبکه
شوند اطلاعات به طور مستقیم به هند. این اتصایت باعث میمی
تر های بسیار عمیقد و امکان ساخت شبکههای بعدی منتقل شونییه

ییه پیچشی است هه به آن عمق  222این مدل دارای ود. فراهم ش
 عملکرددهد. می یزم برای شناسایی الگوهای بسیار پیچیده را

ResNet-101  بندی تصویر و ویژه در طبقهدر وظای  پیچیده، به
ادی در تشخیص اشیا، عملکرد خوبی دارد. این مدل تأثیر زی

های بینایی هامپیوتری داشت و در هاربردهایی هه نیاز به پیشرفت
برداری پزشکی و رانندگی خودهار، به طور دقت بای مانند تصویر

 (. He,  Zhang,  Ren, & Sun, 2016) شودمیای استفاده گسترده
 

 Inception-ResNet-v2مدل 
و  AlexNet ،ZFNetساده ماننتد  یمعمول قیعمی ییه هاشبکه

VGGNetیهاهیتاغلتب ی ،رب تانیتاتصال م گونهچیه داشتن ، بدون 
. در دارنتد یبندطبقه یبرا 1هاملاً متصل یهاهیو سپس ی یهانولوشن
 یمشتکل محوشتدگ توانتدمی هاهیتی تعتدادبا افتزایش  هاشبکهاین 

                                                           
1- Google colaboratory 

2- Fully connected 

 ای 0انبریتصایت مهه این مشکل را با اضافه هردن ا دهد؛رخ  1انیگراد
ها ردن شتتبکههتت ترقیتتعمحتتل هردنتتد و امکتتان  5یاتصتتایت اضتتاف

 مشتکل نیشد تا ا یمعرف ResNet یشبکه پذیر شد. در نتی هامکان
های ستاده از طرفی بترخلا  شتبکه را حل هند. انیگراد یمحوشدگ

بتا  یلترهتایفگیری از به دلیل بهره Inceptionهانولوشنی، در شبکه 
تر های و دقیتقی داده، امکان ای اد نقشه ویژگیورودبر ابعاد مختل  

به دلیل داشتن  Inception-ResNet-v2وجود دارد. لذا شبکه عصبی 
توانتتایی بتتاییی را در  Inceptionو  ResNetمزیتتت هتتر دو شتتبکه 

 ,.Szegedy et alاستت )هتا از ختود نشتان داده تشتخیص ویژگی

2016 .) 

 

  مدل پیشنهادی
ای استت هته ویتژه یمعمتار دارای پیشنهادی یمدل شبکه عصب

های بررسی شده فوق، سعی شد برای امکان مقایسه آن با سایر شبکه
در نظتر گرفتته  110×  110با اندازه ثابت  RGB یورود اندازه تصویر

 ستهو بته دنبتال آن  لتتریف 24با  2هانولوشن  هیی شود. در این مدل،
بترای  .استفاده شدند 215و  40، 11 یلترهایبا ف دیگرهانولوشن  هیی

ادغتام  هیتی هاهش ابعاد تصتویر، بعتد از هتر ییته هانولوشتن یتک
 4رین ییه ادغام یک ییته فلتتنحداهثری اضافه گردید در انتهای آخ

بنتد قترار داده شتد. در بلتوک عنوان ورودی بلتوک طبقهبعدی بهیک
بندی جهت جلوگیری از افتزایش تعتداد پارامترهتا از یتک ییته دسته

های ی رسیدن به جواب بهینه، اثر تعداد نورونبراپنهان استفاده شد و 
مچنتین در ایتن بر عملکرد نهایی مدل بررسی شتد. ه 215و  40، 11

ها بررستی گردیتد. در بر عملکرد مدل 6بلوک اثر روش حذ  تصادفی
های هانولوشتن از تتابع بندی و در تمامی ییتهییه میانی بلوک دسته

استفاده شد و در ییه آخر نیز از چهار نورون و با تابع  ReLUساز فعال
معمتتاری شتتبکه  0استتتفاده گردیتتد. در شتتکل  softmaxستتاز فعال
بندی بیمارهای مختلت  درختت بِته نشتان داده شنهادی برای دستهپی

ی از نتوع هاهشتی ریادگیتنترخ شده است. در هنگام آموزش شتبکه، 
 Adam ستازنتهیبه و تتابع تتابع 0/2تکانه  ،22/2با نرخ اولیه  5ایپله

 استفاده شد. 
 
 
 
 

                                                           
3- Vanishing gradient 

4- Skip connections 

5- Residual connections 

6- Flatten 

7- Dropout 

8- Step_decay 

https://scholar.google.com/citations?user=DhtAFkwAAAAJ&hl=en&oi=sra
https://scholar.google.com/citations?user=yuB-cfoAAAAJ&hl=en&oi=sra
https://scholar.google.com/citations?user=AUhj438AAAAJ&hl=en&oi=sra
https://scholar.google.com/citations?user=ALVSZAYAAAAJ&hl=en&oi=sra
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 های مختل  برگی درخت بهِبندی بیماریشده در دستهدیدههای از پیش آموزشآموزش شبکه فرآیند ساختار هلی و -3شکل 

Fig.3. Overall structure and processing of pre-trained networks for classification of Quince leaf diseases 

 

 بِههای مختل  درخت بندی بیماریمعماری شبکه عصبی پیشنهادی برای طبقه -4شکل 
Fig.4. Proposed Convolutional neural network architecture for classification of Quince leaf diseases  
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 هاهای ارزیابی مدلشاخص

های مختلتت  از بتترای امکتتان مقایستته و ارزیتتابی عملکتترد متتدل
(، 1(، صتتحت )رابعتته 2معیارهتتای ویژهتتای همچتتون دقتتت )رابعتته 

شتود. ( استفاده متی0)رابعه  score-1F( و شاخص 1رابعه حساسیت )
ریختگتتی استتتخرا  هتترد تتتوان از جتتدول درهتتمایتتن معیارهتتا را متتی

(Vidyarthi et al., 2021 .) 

(2) Accuracy =
TP + TN

TP + TN + FP + FN
 

(1) Precision =
TP

TP + FP
 

(1) Recall =
TP

TP + FN
 

(0) F1 − score =
2Precision × RecAll

Precision + Recall
 

هستتند هته بته  ییهانمونهمثبت صحیح،  یاTP ها، رابعه نیدر ا
 مثبتت هتادبیتا  FPانتد. شتده یبنتدطبقته سالمدر هلاس  یدرست

 یبنتدطبقته ستالمعنتوان هتلاس هستند هه به اشتباه به ییهانمونه
ناستالم  یدرستهه به هستندیی هامونهیا منفی صحیح، ن TN. اندشده

هستتند هته بته  هایینمونه هادب یمنفیا  FN. اندتشخیص داده شده
 .اندشده یبندطبقهناسالم اشتباه 
 

 نتایج و بحث

های اغتشاش مربوب بته سته متدل مختلت  ماتریس 5در شکل 
و متتتدل  Inception-ResNet-v2 ،ResNet-101بررستتتی شتتتده 

هتای تستت نشتان داده شتده استت. از طریتق پیشنهادی بترای داده
-F1های دقت، صحت، حساستیت و ها، شاخصهای این ماتریسداده

score  استخرا  و محاسبه گردید. نتتایج اولیته ایتن متاتریس نشتان
-Inception-ResNetشتده دیدههای از پیش آموزشدهد هه مدلمی

v2  وResNet-101 در تشتخیص  هتاآنهه پارامترهتای ینبه دلیل ا
اند، لتذا دقتت ها درختان به شکل اختصاصتی استتخرا  نشتدهبیماری

خیلی خوبی در تشخیص از خود نشان ندادنتد. در بعضتی از هارهتای 
های از پتتتیش بنتتتدی مشتتتابه هتتته از وزن فریزشتتتده شتتتبکهطبقه
است. شده استفاده هرده بودند، نتایج مشابهی گزارش شده دیدهآموزش

 ,Tiwari, Joshiبندی بیماری گیاهان زراعی )عنوان مثال در طبقهبه

& Dutta, 2021بندی میتوه فنتدق )(، دستتهShojaeian et al., 

های از نتایج بهتری نستبت بته شتبکه هاآن( شبکه پیشنهادی 2023
دادنتد. البتته در بعضتی از تحقیقتات دیگتر دیتده نشتان پیش آموزش

دیتده های پیشتنهادی و از پتیش آمتوزشاختلا  زیتادی بتین متدل
ها یتا تصتاویر توان به شباهت دادهرا می مشاهده نگردید هه دلیل آن

های پیشتتنهادی ارتبتتاب داد های فریزشتتده و شتتبکهورودی شتتبکه

(Vidyarthi, Singh, Xiao, & Tiwari, 2021) در مقایستته .
، ResNet-101هاینمونه تست، مدل 242های مختل ، از میان مدل

Inception-ResNet-v2 نمونه بیماری را به  10و  05ترتیب تعداد به
نمونته  25هه مدل پیشنهادی تنهتا اند، در حالیبندی هردهاشتباه طبقه
 .گرفته است عنوان هلاس دیگر در نظررا به اشتباه به

هتای های مختلت  بترای دادهروند تغییترات نمتودار دقتت متدل
نشتان داده شتده استت. همچنتان هته  4آموزش و ارزیابی در شتکل 

هته در هتر سته نمتودار بعتد از دهد، با توجه به ایننمودارها نشان می
های آمتوزش و ارزیتابی دوره آموزشی، دقت م موعه داده 02گذشت 

راه شده است، این نشان از هتافی بتودن آمتوزش به مقدار ثابتی همگ
باشد. از طرفی همگرا بودن نمودارهتا بته نحتوی نشتان از ها میمدل

 52ها هتم دارد. در نتی ته تعتداد دوره آمتوزش هافی بودن تعداد داده
هنتد. همچنتین رونتد آمتوزش ها هفایت میبرای بررسی توانایی مدل
 2بترازشها بیشهدام از متدلچدهد هه در هینمودار ارزیابی نشان می

-ResNet-101 ،Inceptionهای متتدلاتفتتاق نیفتتتاده استتت. دقتتت 

ResNet-v2 ترتیب برابتر های آموزش بهو مدل پیشنهادی برای داده
دستتت آمتتد و بتترای تصتتاویر ارزیتتابی نیتتز به 05/2و  55/2، 52/2بتتا 
 حاصل شد.  00/2و  51/2، 65/2ترتیب برابر با به

های هتای اصتلی در آمتوزش شتبکههه یکی از چالشجاییآناز 
باشتد، بتا اجترای بترازش میعصبی ییه عمیق وجود سرریز یتا بیش

باشتد. لتذا در ایتن رفع میعملیات حذ  تصادفی ایتن مشتکل قابتل
ها، اثر حذ  تصادفی بته انتدازه منظور بهبود عملکرد شبکهتحقیق به

دهد نشان می 1ایج جدول بررسی شد. نت بر عملکرد هر سه شبکه 5/2
ها هه اعمال ضریب حذ  تصادفی در اصتلاح عملکترد بعضتی متدل

های توجهی در دقتتت متتدلتاثیرگتتذار بتتوده و باعتتث افتتزایش قابتتل
Inception-ResNet-v2  و پیشنهادی شتده استت. هرچنتد در متدل

ResNet-101  این عامل تاثیر چندانی در اصلاح عملکرد مدل نداشته
های دقتت متدل ا اضافه هردن ییته حتذ  تصتادفی،است. در هل ب

Inception-ResNet-v2 1/1و  %5/1ترتیب و پیشتتتتنهادی بتتتته% 
هتاهش  %4/1به انتدازه  ResNet-101افزایش یافت، ولی دقت مدل 

پیدا هرد. با بررسی نتایج دیگران، استفاده از عملیات حذ  تصادفی در 
اثرگتذاری بهتتر ایتن های با عمق هم توصیه شده است و دلیل شبکه

تواند به دلیل عمق هم آن میعملیات در شبکه پیشنهادی این معالعه 
 & Baldi)دیتتده باشتتد آموزشمقایستته بتتا دو شتتبکه از پیشدر 

Sadowski, 2014; Mianjy, Arora, &Vidal, 2018) . 
  
 
 
 

                                                           
1- Over fitting 
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 شبکه پیشنهادی برای داده آزمون( c) و ResNet-101،(b )Inception-ResNet-v2 (a) هایمدل ماتریس اغتشاش -5شکل 

Fig.5. Confusion matrix of (a) ResNet-101, (b) Inception-ResNet-v2, and (c) Proposed networks for test data set 
 

 

 
 مدل پیشنهادی (c) و ResNet-101، (b )Inception-ResNet-v2 (a) هایهای آموزش و ارزیابی مدلنمودار دقت داده -6شکل 

Fig. 6. Accuracy plot for training and validation dataset for (a) ResNet-101, (b) Inception-ResNet-v2 and (c) Proposed 
networks  
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 455     درخت بِه یمختلف برگ يهايماريب صيدر تشخ قيعم يريادگی ژهیو تمیالگور يسازنهيتوسعه و بهو همکاران،  نادري بنی

 

ها، سته در بررسی اثر تعداد نورون در ییه مخفی بر دقتت شتبکه
نورون در ییته مخفتی بررستی  215و  40، 11سعح نورون با مقادیر 

در هر سه شبکه بتا  دهد،نشان می 1گردید. همچنان هه نتایج جدول 
ها هاهش پیتدا هترد و اصتلاح ها دقت مدلزایش خیلی زیاد نوروناف

. از طرفی با هم هردن تعتداد ها حاصل نگردیدخاصی در خروجی مدل

هته در دو نورون در شبکه پیشنهادی دقت افتت پیتدا هترد. در حتالی
دقت تغییتری  ResNet-101و  Inception-ResNet-v2شبکه دیگر 

ند تغییرات، برای ایتن دو شتبکه تعتداد خاصی نکرد. لذا با توجه به رو
  نورون پیشنهاد گردید. 40و برای شبکه پیشنهادی  11نورون 

 CNNهای مختل  های ارزیابی مدلهای ییه مخفی بر دقت دادهاثر عامل حذ  تصادفی و تعداد نورون -2جدول 
Table 2- Effect of dropout value and the number of hidden neurons on the validation accuracy of CNN (lr=Step_decay 

and batch size= 64) 
Accuracy (%) Dropout Neurons CNN 

0.75 - 32 

ResNet-101 
0.75 - 64 

0.73 0.5 64 

0.72 - 128 

0.80 0.5 32 

Inception-ResNet-v2 
0.80 - 64 
0.82 0.5 64 

0.77 0.5 128 

0.92 0.5 32 

Proposed Model 
0.91 - 64 

0.94 0.5 64 

0.89 0.5 128 

 

، 5هتای اغتشتاش حاصتل از شتکل گیتری از از متاتریسبا بهره
نشتان داده  1ها محاسبه و در جدول پارامترهای مختل  عملکرد مدل

هتای دهتد هته متدلشده است. نتایج حاصل از این جدول نشان متی
Inception-ResNet-v2  وResNet-101 های بندی هلاسدر طبقه

توان به ها عملکرد نسبتا ضعیفی دارند و دلیل آن را میمختل  بیماری
دیده شده اشاره هرد هته های از پیش آموزشهای فریزشده شبکهوزن

 هتلاس مختلت  تصتاویر پایگتاه داده 2222هتا توستط قبلا این وزن
Imagenet هتای ایتن ای اد شده بودند. اختتلا  خیلتی زیتاد هلاس

توانتد یکتی از دییتل هتم های فعلی میهای بیماریپایگاه با هلاس
 F1-Scoreهته شتاخص ها باشد. با توجه به اینشدن دقت این شبکه

هتا دی بیماریبنها در دستتهملاک خوبی برای بررسی توانتایی متدل
ها در تشتخیص بیمتاری است، نتایج نشان از قابلیت بایی همه متدل

ها در تشتخیص زخم برگتی دارد. از طرفتی رفتارهتای یکستان متدل
هتا از ها برای تشتخیص هلاسدهد هه همه مدلها نشان میبیماری
ها نشان هنند و این تشابه رفتاری مدلهای یکسانی استفاده میویژگی
بندی استت. نتی ته هلتی ها در عملیات دستتهد صحیح مدلاز عملکر
دهد متدل پیشتنهادی بتا معمتاری ویتژه هتم عمتق ها نشان میمدل

ها را با دقت بتاییی از هتم تفکیتک دهتد. از خوبی بیماریهتوانست ب
هه در مدل پیشتنهادی، آمتوزش متدل هانولوشتنی بتا تعتداد ییجاآن

هتا ان تام شتد لتذا بیماری برگتصاویر زیاد و مستقیما توسط تصاویر 
های حاصل از تصاویر های مدل هانولوشنی دقیقا معابق با ویژگیوزن
های استتخرا  دست آمده است و نگاشت خوبی بین ویژگیهها ببرگ

های از هتته در متتدلهتتا حاصتتل گردیتتد. در حتتالیشتتده و بیماری
 هته از ستاختار فریزشتده بلتوکشتده بته دلیتل ایتندیدهآموزشپیش

های موجود در هانولوشنی استفاده شد، تفاوت در نوع تصاویر یا ویژگی
 ، دقت مناسبی حاصل نشد. هاآن

در بررسی تحقیقات مشابه، در پژوهشی هه از شبکه عصبی ییته 
هتای برگتی انگتور استتفاده شتد، در تمتایز عمیق برای تمایز بیماری

، تار عنکبتوتی از ستالم و 1از سفیدک درونی 2عنکبوتیبیماری هنه تار
 50و  50، 01هتای ترتیب دقتهمچنین سالم از ستفیدک درونتی بته

(. Gutiérrez et al., 2021شتد )حاصتل های تست درصد برای داده
های از هتتتا بیشتتتتر از دقتتتت متتتدلهرچنتتتد دقتتتت متتتدل آن

پیشتنهادی شده پژوهش حاضر بود ولی دقتت متدل دیدهآموزشپیش
پژوهش حاضر نشان از قابلیت بایی مدل پیشنهادی این تحقیق دارد. 

ها همتر از پژوهش حاضر است. در پتژوهش های آنالبته تعداد هلاس
شتتتده دیدههای از پتتتیش آموزشمشتتتابه دیگتتتری هتتته از شتتتبکه

AlexNet،GoogLeNet ،Inception v3 ،ResNet-50  ،ResNet-

ر تشتخیص زردی بترگ گیتاه انگتور منظوبته SqueezeNetو   101
بخشتی حاصتل شتد و ها نتتایج رضایتاستفاده شد، در اهثر این مدل
بود هه توانستند بتا دقتت  ResNetهای بهترین دقت مربوب به شبکه

، تمایز بیماری زردی برگی را از سالم تشخیص دهند. البته %05بایی 
یلی زیاد بین دو ها و تمایز خشده آنهای بررسیهم بودن تعداد هلاس

                                                           
1- Spider mite 

2- Downy mildew 
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ترین دییل بای بودن تواند یکی از مهمهلاس سالم و زردی برگی می
 ,.Cruz et alها نسبت بته پتژوهش حاضتر باشتد )دقت پژوهش آن

هتای هتتان (. در پژوهشی با هد  تشخیص تار عنکبوتی برگ2019
ا تت 22/2از  یادو مرحله یریادگیبا نرخ  یانتقال یریادگی قیهه از طر
متدل  شتد،آمتوزش داده  MobileNetV1 متدل بر استاسو  222/2
و  یم موعته آموزشت یبترا %10/01دقت  اب توانست قیعم یریادگی
 ,Yangاین بیماری را تشخیص دهد )م موعه آزمون  یبرا 55/02%

Luo, Wang, Chen, & Wu, 2019 در تحقیق مشابه دیگتر هته .)
 ,Tanerرقم مختل  فندق ان ام شد ) 26بندی برای تشخیص و دسته

Öztekin, & Duran, 2021 متتدل پیشتتنهادی دقتتت بیشتتتری ،)
، Inception-v3( نستتبت بتته روش یتتادگیری انتقتتالی ماننتتد 4/05%)

VGG-19  وresnet-50  داشت. هرچند در بررستی نتتایج تحقیقتات
شده بیماری، دقت و های بررسیدلیل هم بودن تعداد هلاس به مشابه،

یا صحت بایتری نسبت به تحقیق حاضر گتزارش شتده استت، ولتی 
 شتده در پتژوهشهای آمتوزش دادهمقایسه نتایج نشان داد هته متدل

حاضتتر مخصوصتتا متتدل پیشتتنهادی قابلیتتت بتتاییی در تشتتخیص و 
 ها دارد. بندی بیماریدسته

 

با  Inception-ResNet-V2و  ResNet-101شده دیدههای از پیش آموزشمقایسه پارامترهای ارزیابی شبکه پیشنهادی با شبکه -3جدول 
 های آزموناستفاده از داده

Table 3- Comparing indices parameters of proposed network with pre-trained ResNet-101 and Inception-ResNet-v2 
networks using test dataset  

Accuracy F1-score Recall Precision Class CNN 

0.72 

0.63 0.56 0.71 Fire blight 

ResNet-101 
0.71 0.74 0.67 Leaf blight 
0.77 0.85 0.71 Healthy 
0.75 0.71 0.79 Powdery M 

0.79 

0.76 0.74 0.78 Fire blight 

Inception-ResNet-v2 
0.79 0.79 0.79 Leaf blight 
0.80 0.88 0.73 Healthy 
0.79 0.74 0.86 Powdery M 

0.91 

0.94 0.92 0.95 Fire blight 

Proposed Model 
0.87 0.87 0.87 Leaf blight 
0.89 0.95 0.84 Healthy 
0.93 0.88 0.97 Powdery M 

 

 گیرینتیجه

هتای متزارع و موقتع بیماریهه تشخیص و هنترل بتهییجااز آن
 معالعه حاضترها برای هشاورزان از اهمیت فراوانی برخوردار است، باغ

 صیتشخ یبرایادگیری عمیق  ارایه مدل ویژهمنظور برای اولین بار به
های مختل  برگی درخت بِه ان ام گردید. در ایتن معالعته بتا بیماری
هتای بازستازی یتا پتردازش تصتویر، روش یهاکیکنگیری از تبهره
 CNNماننتد  قیتعم یریادگی هایو همچنین الگوریتمها داده تیتقو

هتای ی تصتاویر بیماریبندمناسب برای طبقه به مدل یابیدستامکان 
لاس مختلت  فتراهم گردیتد. هرچنتد تفکیتک ه مختل  بِه در چهار

های رنگی یتا بتافتی بته ها بر اساس ویژگیهای مختل  برگبیماری
پذیر است ولی های هلاسیک پردازش تصویر هم امکانروش الگوریتم

های مختل ، های ای اد شده توسط بیماریبه دلیل تشابه زیاد ویژگی
های هلاستیک پتردازش ها خاص و طراحی الگوریتمتخرا  ویژگیاس

پتذیری تصویر نیازمند پیچیدگی باییی است و در عتین حتال تعمتیم
های نوین خیلی خوبی هم ندارند. لذا در این معالعه سعی گردید روش

شناسایی الگو هه دارای دقت بتای بتوده و بترای شناستایی الگوهتای 
باشند، استفاده شود. در این پتژوهش از دو رویکترد پیچیده مناسب می

برای درخت  CNNیادگیری انتقالی و توسعه الگوریتم پیشنهادی ویژه 
بِه استفاده شد، هرچند در بعضی از تحقیقتات مشتابه، روش یتادگیری 

اند ولی در این پژوهش بندی نشان دادهانتقالی نتایج بهتری را در طبقه
بخشی نشتان ندادنتد. شده نتایج رضایتیدهدهای از پیش آموزشمدل

هتا یتا تتوان بته شتباهت بتایی ویژگیدلیل این نتی ه ضعی  را می
ربتط داد. البتته در  هتاآنهتای بلتوک هانولوشتنی مناسب نبودن وزن

بنتدی ختوبی در طبقهمقابل، شبکه پیشنهادی توانستت نتی ته خیلتی
بته دلیتل یتادگیری توانتد ها نشان دهد و این نتی ه خوب میبیماری

بندی باشتد. نتتایج های هر دو بلوک هانولوشنی واحد طبقهدقیق وزن
تواند شده در این تحقیق میهئی ارادهلی نشان داد هه الگوریتم پیشنها

هتتای درختتت بِتته و تشتتخیص بیماریدر  افتتزارعنتتوان یتتک نرمبتته
و  افزارهای موبایل، به شتکل بلادرنتگ در باغتاتاستفاده در نرمقابل

 .  شودهار گرفته همزارع ب
 

 مشارکت نویسندگان

 ستازیهتا، شبیهداده هتا، پتردازشداده آوریی: جمتعبنت ینتادر نیام
 و تهیه متن اولیه هامپیوتری، استخرا /عددی



 454     درخت بِه یمختلف برگ يهايماريب صيدر تشخ قيعم يريادگی ژهیو تمیالگور يسازنهيتوسعه و بهو همکاران،  نادري بنی

 لیتتحل ،یشناسروش ،یسازمفهوم ت،یرینظارت و مدحسین باقرپور: 
 متن شیرایو ،یوتری/هامپیعدد یسازهیشب ،یاعتبارسن  ،یآمار

 ،یافتزارختدمات نرم ،یمشتاوره فنت ،یشناسروشجعفر امیری پریان: 
 متن شیرایو
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